> require(nortest) # carregar pacote
> lillie.test(residuos)

Lilliefors (Kolmogorov-Smirnov) normality test

data: residuos
D = 0.13574, p-value = 0.0612

> # Teste de Levene (homogeneidade de variancias)

> require(car) # carregar pacote

> |leveneTest(dados ~ bando, data = mydata)

Levene's Test for Homogeneity of Variance (center = median)
Df F value Pr(>F)

group 3 0.0173 0.9968
36

Exerccio 6. Numa fbrica de parafusos, deseja-se vericar se ha difererca na
media do diametro (em mm) das pecas produzidas por duas nmaquinas, utilizando-se
maeria-prima de dois fornecedores. Foram selecionadas quatro amostras, uma de
cada combinacao maquina - fornecedor de matria-prima, com 10 parafusos cada,
cujos dados s4ao:

Maquina 1 Maquina 2

Fornecedor 1/ 6,01 6,00 6,02 6,02 6,00599 599 6,03 598 6,02
6,01 599 598 598 6,026,00 6,01 6,01 6,02 6,00
Fornecedor 2/ 589 591 5,89 590 5,886,02 6,01 6,02 6,03 6,01
590 591 590 5,89 5,896,02 6,03 6,02 6,02 6,03

a) Faca uma aralise explorabria dos dados e comente os resultados.

b) Considerando o nvel de signi cancia de 5%, respondaas seguintes questees:

b.1) A maquina utilizada na fabricacao dos parafusos in uenciou no diAmetro
dos mesmos?

b.2) O fornecedor da matkria-prima empregada na fabricacao dos parafusos in-
uenciou no didmetro dos mesmos?

b.3) Houve interacao entre maquina e fornecedor de maquina-prima?

Exerccio 7. Complete a tabela ANOVA preenchendo os espacos assinalados pelas
letras de (a) a (g). Em seguida, a partir dos resultados dos p-valores apresentados
na tabela, veri que se os fatores A e B in uenciam ou nao a varavel resposta. Use
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=1%.

Fonte de Graus de Soma dos Quadrados Estatstica
variacao liberdade quadrados medios F p-valor
Fator A (@) (© (d) 7,91 0,0020
Fator B 2 39.118,72 (e) ()] 1,91e-07
Interacao AB (b) 9.613,78 2.403,44 (9) 0,0186
Resduo 27 18.230,75 675,21
Total 35 77.646,97
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Captulo 8

Topicos lasicos em aralise de
regressao

Resumo do captulo: Neste captulo, apresentamos o comportamento conjunto
de duas varaveis quantitativas por meio de gea cos e do coe ciente de correlacao.

Objetivo: Capacitar o leitor a veri car se existe relacao entre duas ou mais
varaveis, descrevendo matematicamente tal relacao por meio de uma furcao cujos
parametros sao estimados.

8.1 Introdwcao

A aralise estatstica de um conjunto de dados pode ser realizada utilizando uma
colecao de netodos. A selecao do netodo estatstico apropriado depender do tipo
de informacao disponvel e dos objetivos que se quer alcarcar.

A aralise de regressaoe um dos nmetodos estatsticos mais usados por pesquisa-
dores deareas distintas para investigar e modelar o relacionamento existente entre
duas ou mais varaveis. O principal objetivo desta importante ecnica estatstica
e encontrar uma furcao que esteja 0 mais poximo possvel dos pontos observados,
conforme um crierio preestabelecido. O formato dessa furncao varia de caso a caso,
podendo ser sugerido por experiéncias passadas com o mesmo tipo de informacao,
por evidéncias teoricas que temos interesse em investigar ou entao pela amostra
observada (Ferreira Filho, 1988). Em estudos deste escopo, e de fundamental im-
portancia que se faca uma aralise nal dos resultados obtidos, com o prosito de
veri car a adequacao do modelo construdo.

8.2 Relaao entre as varaveis

Havendo indicativo bgico ou suposcao fundamentada de que uma varavel pode
in uenciar outra, podemos iniciar a investigacao da relacao entre elas.
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Ressaltamos a importancia de haver indcios da relacao, pois podemos encontrar
relacao numerica entre varaveis sem haver qualquer importancia ou nexo na mesma.
Por exemplo, um desocupado poderia obter dados referentes ao rumero de anfbios
(sapos, ras e pererecas) e rumero de divorcios em determinados perodos em uma
cidade, e se pbr a estudar a relacao dessas varaveis. Tal estudo nao faz sentido
algum, nao tem relevancia e, havendo relacao, a mesma nao passa de uma desastrosa
coincidéncia.

Havendo explicacoes plausveis para a relacao de duas ou mais varaveis, podemos
estabelecer a relacao entre elas. Como por exemplo:

" Peso e altura de uma pessoa;
" Tamanho e idade gestacional de um feto;

Numero de clientes de um representante comercial e seu tempo de trabalho no
ramo;

Preco de um produto e quantidade vendida;

A

Produwcao de melancias e quantidade de chuva no perodo (irrigacao).

Poderamos tecer muitas outras possibilidades de varaveis relacionadas, mas
vamos abranger outros aspectos da teoria.
Primeiramente, precisamos identi car a varavel explicativa e a varavel resposta.

Varavel explicativa: E a varavel que in uencia a varavel resposta, ou seja,
fazendo alteracees nela, varavel explicativa, teremos resultados diferentes. Tamkem
poderamos dizer, em alguns casos, que a varavel explicativae a que podemos
controlar. Nos exemplos acima, temos como varaveis explicativas: altura, idade
gestacional, tempo de trabalho, preco do produto e quantidade de chuva, pois estas
varaveis in uenciam as respostas. Ela tamkem pode ser entendida como a varavel
independente.

Ha casos em que temos mais de uma varavel explicativa. Por exemplo, na
prodwcao de melancias, poderamos dizer que a produtividade tamkeme in uenci-
ada pela adubacao feita; neste caso, teramos duas varaveis explicativas: adubacao
e quantidade deagua. Ou entao na relacao de preco do produto com quantidade ven-
dida. Poderamos pensar no fato que a quantidade vendidae in uenciada tamkem
pela qualidade do produto e grau de importancia na vida daria. Nesteultimo caso,
temos 3 varaveis explicativas: preco, qualidade e grau de importancia.

Varavel resposta: E a varavel que e explicada, ou seja, a consequéncia da
varavel explicativa, o resultado obtido. Das situacees apresentadas acima, temos
como varaveis respostas: peso, tamanho, rumero de clientes, quantidade vendida
e guantidade de melancias produzidas. Ela tamkem pode ser entendida como a
varavel dependente.
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Geralmente, e aqui assim faremos, denotamos a varavel explicativa por X, ou

denotamos por Y.
Observe que, em cada estudo, teremos apenas uma varavel resposta.

A maneira matematica como essas varaveis se relacionam sem tratada na Secao
8.3, apresentada posteriormente.

Mesmo que, supostamente, as varaveis X e Y estejam relacionadas teoricamente,
nem sempre isso realmente ocorrea (ou seja, nem sempre a relacao sela estatistica-
mente signi cante). Ha ecnicas para identi car as relacoes e tamkem coe cientes
gue indicam o quao relacionadas sao as varaveis.

O diagrama de dispersaoe uma excelente ferramenta explorabria para indicar
a relacao entre varaveis. Apresentamos quatro possveis resultados dos diagramas
de dispersao (outras formas sao possveis, mas nao serao aqui tratadas).

Supomos que X e Y sao, respectivamente, as varaveis explicativa e resposta.

Figura 8.1: Diagramas de dispersao. Esquerda: Associacao linear negativa. Direita:
Associacao linear positiva.

No caso da Figura 8.1 (painel esquerdo), temos uma associacao linear entre as
varaveis X e Y, e dizemos quee associacao linear negativa, pois quando o valor de
X aumenta, o valor de Y diminui. No caso da Figura 8.1 (painel direito), tamlkem
temos uma associacao linear entre as varaveis X e Y, mas neste caso, associacao
linear positiva, pois o acescimo de X faz com que haja acescimo nos valores de Y .

Na Figura 8.2 (painel esquerdo), temos um caso de auséncia de correlecao entre
X e Y, ou seja, naoe possvel determinar o valor de Y a partir do valor de X. Na
Figura 8.2 (painel direito), temos uma associacao quadatica, quee associacao nao
linear.
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Figura 8.2: Diagramas de dispersao. Esquerda: Auséncia de associacao. Direita:
Associacao quadatica (nao linear).

Vale ressaltar que, nos exemplos apresentados na Figura 8.2, o coe ciente que
adotaremos para mensurar 0 grau de associacao entre as varaveis, daa valores
parecidos para ambos 0s casos, pois ele avalia o grau de correlacao linear entre
as varaveis, e nenhuma delas apresenta tal associacao. Dito isto, enfatizamos que,
sendo descartada a hiptese de associacao linear entre as varaveis, deve-se avaliar se
ha alguma outra forma de associacao entre elas, como no caso da Figura 8.2 (painel
direito). As associacees nao lineares nao serao tratadas neste material.

8.2.1 Coe ciente de correlacao linear

A literatura estatstica apresenta diversas maneiras de quanti car relacees en-
tre varaveis, sendo que a mais comum envolve o chamado coe ciente de cor-
relacao linear de Pearson. Tal coe ciente quanti ca quao lineare a associacao
das varaveis.

O coe ciente de correlacao linear de Pearson populacionale geralmente denotado
por , mas como trabalhamos com amostras, precisamos de um estimador para ,
que e denominado coe ciente de correlacao linear de Pearson amostral, denotado
por r e assume valor no intervalo [ 1; 1]. Tal estimadore de nido por:

P, — _
i=1 (Xi X)(Yi Y).

r=
(n 1)s xsy ’

em que % e S, sao os desvios-padrao de X e Y, respectivameep Y sao os
valores das nedias; e ne o tamanho da amostra.

Em relacao aos valores que r pode assumir, podemos a rmar que:
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" Se r <0, isto indica correlecao linear negativa,;
" Se r >0, indica correlecao linear positiva,

" Se r =0, indica auséncia de correlecao linear.

Observacoes:

" A auseéncia de correlacao linear pode ser oriunda da falta de associacao entre
as varaveis ou entao pelo fato da associacao ser de outra forma (quadatica,
por exemplo);

" Quanto mais poximo dos extremos do intervalo for o valor de r, mais fortee
a correlacao.

Exemplo 67. Considere os trés conjuntos de dados a seguir.

X112 4 5 6 8 9 10
Y. |23 27 30 32 35 37 40
X1 2 3 4 5 6 7 9
Y12 9 8 5 3 2 2
X3/ 2 3 4 5 6 7 8
Ys| 2 15 22 25 21 16 2

Determine o coe ciente de correlacao linear de Pearson para os pares de amostras
e obtenha os respectivos diagramas de dispersao.

Solwao:

Tanto 0s ga cos como 0s coe cientes serao obtidos via software R, mas podem
ser obtidos manualmente.

x1<-c(2,4,5,6,8,9,10)
y1<-¢(23,27,30,32,35,37,40)
x2<-¢(2,3,4,5,6,7,9)
y2<-c(12,9,8,5,3,2,2)
x3<-¢(2,3,4,5,6,7,8)
y3<-¢(2,15,22,25,21,16,2)

# coeficientes de correlacao:
cor(x1,yl); cor(x2,y2); cor(x3,y3)

V V.V V V V VYV

Os coe cientes de correlacao linear sao:

A

r, 0,9961, indicando correlacao linear positiva ou direta;
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A

r, 0,9392, indicando correlacao linear negativa ou inversa;

A

rs 0,0083, indicando auséncia de correlacao linear.

> # Diagramas de dispersao:
> par(mfrow=c(1,3)) # permite imprimir trés gaficos conjuntamente
> plot(x1,yl); plot(x2,y2); plot(x3,y3)

Os diagramas de dispersao sao dados a seguir (Figura 8.3) e, como ressaltamos
anteriormente, mesmo nao havendo indicativos de correlecao linear, nao podemos
a rmar que n4ao existe associacao entre as varaveisz*® Yz. A partir do resultado de
rs 0,0083, podemos somente a rmar que ha muito pouca evidéncia de correlacao
linear entre elas. E o diagrama de dispersao para os dados indica que existe uma
associacao quadatica entre X% e Y; (Figura 8.3, painel direito).

Figura 8.3: Diagramas de dispersao do Exemplo 67.

8.2.2 Teste de hipteses

Mesmo sabendo que, quanto mais pioximo dos limites do intervalo [ 1; 1] for o
valor de r, mais fortee a correlacao, questionamentos em relacaoa signi cancia da
correlacao podem surgir. E para valores nao muito expressivos de r, esses questio-
namentos © aumentam.

Para responder a essas questees com propriedade, consideramos o resultado do
teste de hipteses para o coe ciente de correlacao. As hipteses de interesse sao:

Ho: =0
Hy: 6=0

Para realizar o teste, consideramos que o0s n pares de valores de (X;Y) sao
oriundos de uma populacao bivariada, a qual supomos ser descrita segundo uma
distribucao Normal bivariada.

Tambem e necessario conhecer a distribucao amostral de r. Em geral, existe
interesse em testar a hiptese de correlacao linear nula §H = 0). Neste caso, a
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distribucao em questaoe sinetrica e as hipteses podem ser testadas usando uma
estatstica com distribucao t-Student.
Esta estatsticae dada por:

a qual tem distribucao t-Student com n 2 graus de liberdade.
Considerando o nvel de signi cAncia 100( )%, a regra de decisaoe:

Sejtj>t - (n 2), rejeito a hiptese H o.

O valor crtico acima vem da tabela da distribucao t-Student com n 2 graus
de liberdade, ou entao,e obtido via comando gt(1-alpha/2, n-2) no R. Por meio
deste, tamkem podemos realizar o teste via furcao cor.test e decidir pelo p-valor.

Exemplo 68. Considere o seguinte conjunto de dados bivariados e avalie, por meio
do teste de hipteses, se a evidéncias de correlacao linear entre eles.

X1 2 5 4 3 8 4 6 8 9
Y |12 15 16 22 35 12 16 5 9

Solcao:
Considere os seguintes comandos inseridos no R:

> x<-c(2,5,4,3,8,4,6,8,9)

> y<-c(12,15,16,22,35,12,16,5,9)

> cor.test(x,y)

Pearson's product-moment correlation

data: x and y

t = 0.013831, df = 7, p-value = 0.9894

alternative hypothesis: true correlation is not equal to 0
95 percent confidence interval: -0.6611896 0.6670336
sample estimates: cor 0.005227682

O coe ciente de correlacao para os dadose r 0,0052 e a estatstica do teste
e t. = 0,013831. O p-valor associado ao teste e alto (p-valor = 0,9894). Desta
forma, nao rejeitamos a hiptese nula ( = 0), pois nao ha evidéncias estatsticas de
correlacao linear entre X e Y.

Observacao: Uma forma iapida de decidir se ha correlacao linear, considerando
o teste de hipteses, pode ser avaliando o p-valor. Se ele for poximo de 1, ha
evidéncias de que nao ha correlacao linear; e se o p-valor for poximo de zero, ha
evidéncias de correlacao linear.
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Poem, utilizando a regra de decisao, xamos, por exemplo, = 1% e, pelo
comando qt(0.995, 7), temos t goos(7) 3,4995, sendo que t 0,0138. Logo,
nao rejeitamos a hiptese de auséncia de correlacao linear entre X e Y, a 1% de
signi cancia.

A seguir, apresentamos o diagrama de dispersao dos dados e, entao, podemos
a rmar que nao ra nenhuma forma de correlacao visvel entre X e Y.

Figura 8.4: Diagrama de dispersao para os dados do Exemplo 68.

> # Comando para construir o diagrama de dispersao:
> plot(x,y)

8.3 O modelo estatstico

Um dos objetivos da aralise de dadose obter modelos que expliquem as variecees
da varavel resposta. Esta explicacaoe dada em furcao das varaveis explicativas e
de variacees aleabrias.

Tendo como objetivo identi car a estrutura de variacao, supomos que cada ob-
servacao e formada por duas partes: uma previsvel, que muitas vezes e possvel
controlar, e outra aleabria. Desta forma, cada observacao pode ser representada
em um modelo aditivo, como sendo:

OBSERVACAO = PREVIS IVEL + ALEAT ORIO.
A primeira partee descrita pelo pesquisador por meio de um modelo matenatico

com parametros desconhecidos e a segunda componentee oriunda de um fendbmeno
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aleabrio, aos quais impomos condcees e supomos que obedecam a um modelo de
probabilidade.
Em termos matemnaticos, podemos representar o modelo acima como sendo:

Y =f(X)+™
Assim, procuramos estabelecer modelos que, a partir do conhecimento dos valores
das varaveis preditoras X, i = 1;2;:::;p, possamos \prever" o valor da varavel
resposta Y .

O modelo usado com maior frequéncia para descrever relacao entre varaveise o
linear, cuja forma matriciale dada por:

0 1 0 10 1 0 1
Y1 1 X1 X2 X1p o "1
\C 1 Xo1 X X 2p 1 "o
Y =B 1 X313 Xz X 3p 2+ B "3
Yn 1 xnl X n2 X np p IIn

Que pode ser representado da seguinte forma:
Y =X +"
Os elementos do modelo linear dado sao:
" Y : vetor com n linhas, contendo a varavel resposta;
" X': matriz de dimensao n (p+1), com as varaveis explicativas ou preditoras;
. vetor com p + 1 parametros desconhecidos;
~ " vetor de erros aleabrios, 0s quais supomos serem iid;

" p : quantidade de varaveis explicativas ou preditoras;

A

n : tamanho da amostra.

Regressao linear simples

Relaciona duas varaveis quantitativas, sendo uma delas a varavel resposta e a
outra a varavel explicativa. A forma matenatica do modeloe:

Yi= ot o Xi+" (8.1)

em que:
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o (intercepto ou coe ciente linear)e o valor esperado para Y quando X = 0.
Representa o ponto em que a reta corta o eixo das ordenadas. Nem sempre
tem interpretacao bgica, mas em alguns casos indica a variacao de Y que nao
depende da varavel explicativa X;

1 (coe ciente angular) representa a variacao na nmedia de Y associada com
0 aumento de uma unidade da varavel X. O sinal deste coe ciente indica o
sentido da correlacao.

Regressao linear nmultipla

Relaciona mais de duas varaveis quantitativas, sendo uma delas a varavel res-
posta e as demais sao as varaveis explicativas. Sua forma matenaticae:

i= ot Xt 2Xp+  + Xp+"i: (8.2)

A inclusao de outras varaveis explicativas implica no acescimo de parametros
e, consequentemente, aumenta a complexidade do modelo.

Linearidade

A linearidade de um modeloe estabelecida em relacao aos parametros 's € nao
em relacaoas varaveis explicativas X, i=1;2;:::;

Por exemplo, os modelos a seguir sao modelos lineares com uma varavel expli-
cativa:

TYi= ot X+
TYi= oo+ o XZ+";
“Yi= oot 1(1=X)+".

Existem tamkem modelos lineariaveis, istoe, modelos que, inicialmente, nao
s4ao lineares nos parametros, mas serao ams transformacao adequada. O modelo a
seguire um exemplo de modelo lineariavel:

Temos tamkem modelos tradicionais que podem ser linearizados, sendo que dois
deles estao apresentados no quadro a seguir.

Modelo ajustado Linearizacao Modelo linearizado q Em que

2 b=¢f
Exponencial b= bO bi( log P = log b0 + Xlog bl b = bo + blx > b0 = ebo
| {z—} |H{z—} |z} © b =%

A4 b0 b1 8
2 b=¢ef
Poténcia P = bOx g log \J IOg 0 + b |Og{£X} b = bO + b1x > bo = ebo
I~z 1z} ” =X

\J
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Ha tamkem modelos nao lineares, para os quais nao ha transformacao que os
tornem lineares, como por exemplo:

Yi= —=Xi+"

A selecao do modelo de regressao que descreverl o fenbmeno em aralise, deve
estar alicecada em algumas propriedades quanto a \qualidade do ajuste” que o
modelo escolhido permite aos dados. A qualidade do ajuste do modelo de regressao
e normalmente avaliada em furcao de algumas propriedades que se espera do mesmo.
Sao elas (Marion & Silva, 1986):

A

Plausibilidade terica: O modelo deve descrever e explicar a situacao ana-
lisada de forma adequada;

Capacidade explicativa: O modelo deve ser capaz de explicar os dados
observados pela relacao estabelecida;

Simplicidade: O modelo deve representar a relacao entre as varaveis com 0
maximo de simplicidade possvel, em termos de forma matematica e rumero

de parametros. Neste quesito, dizemos que os modelos lineares sao 0s mais
simples;

Exatidao das estimativas: Os parametros estimados devem se aproximar
tanto quanto possvel dos valores verdadeiros dos parametros;

Capacidade preditiva: O modelo deve ser capaz de prever satisfatoriamente
valores futuros da varavel resposta.

A seguir, vamos explorar algumas dessas propriedades.

8.4 Estimaao dos pardmetros

Na utilizacao do modelo linear (8.1) ou (8.2), dispomos dos valores de X e
Y, que sao amostrados, e queremos estimar o vetor de parametros (desconhecidos)
=( o 1,211 p) tal que o hiperplano ajustado esteja 0 mais poximo possvel
do vetor de observacees (respostas) Y. Uma medida de proximidade ou distancia
frequentemente utilizadae a norma . Neste caso, hosso objetivo consiste em obter

um vetor tal que:
X . .k
Yi X ]
i=1
seja mnima, para k 1, em que X je a iesima linha da matriz X.
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" Se k=1, temos o crierio de minimizeacao dos erros absolutos;
" Se k = 2, temos o crierio dos mnimos quadrados;

" Se k=1, temos o crierio do erro naximo absoluto.

Dentre esses crierios, 0 mais utilizado na aralise de regressaoe o dos mnimos
guadrados (ou netodo dos Mnimos Quadrados). Segundo Ferreira Filho (1988),
isto se deve principalmentea sua simplicidade computacional e matenmatica.

8.4.1 Supostees do modelo

Pensemos em um modelo de regressao linear simples, em que temos apenas 0s
parametros o e ;. Para que a estimacao desses parametros seja \alida em termos
de con abilidade, requer-se que algumas suposcees sejam feitas a priori, as quais
posteriormente devem ser veri cadas.

gtimae garantida no momento do planejamento e amostragem.
S4ao estas as suposcoees do modelo de regressao:

1. Os erros sao varaveis aleabrias com nedia zero, istoe, E() = 0;

2. Homocedasticidade: Variancia constante ou homogeneidade de variancias, isto
e,Var("))= %

3. Independéncia dos erros: Auséncia de correlacao entre 0s erros, ou seja,
E("i"j) =0 parai6=j;

4. Os erros sao identicamente distribudos com distribucao Normal de probabili-
dade, istoe, ", N(0; 2);

5. A relacao entre X e Y e linear;

devem apresentar colinearidade perfeita;

7. Avaravel preditora X naoe varavel aleabria no experimento; elae controlada
pelo experimentador e medida com erro desprezvel.

A veri cacao dessas suposcoes sei tratada na Secao 8.7, mas lembramos que
aultima suposcao deve ser garantida ao estabelecer os elementos da aralise, e a
perultimae considerada apenas em regressao nultipla, que nao trataremos neste
compeéndio.
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8.4.2 Mnimos Quadrados

Seja 0 modelo:
Yi= ot 1 Xj+";

em que o e ; sao parametros desconhecidos.
O netodo dos Mnimos Quadrados (MQ) consiste em estimarg e ; por bo e

b, respectivamente, de tal forma a minimizar a soma dos quadrados dos erros:
X , X , X 5
= Y (ot XD (i o 1Xi)T
i=1 i=1 i=1

Para minimizar a expressao anterior, derivamos-a em relacao @e 1, obtendo:

P n2
@ " X
—— = 2 Yi o 1Xi);
@o i=1
P
@ "7 X0
== 2 (Yi o 1 Xi)Xi:
@: i=1
Igualando a zero, temos:
8 p
2 2 Y| bO blxi :01
i=1
P
2 Y b by xi=o,

i=1

>

gue, desenvolvendo, chegamos em:

8
P P
2 in:l Y| = bO + bl xi ’
i=1
P P P
L XY= B X+ b x2
i=1 i=1

Resolvendo o sistema acima paﬂ&] e bl, obtemos os estimadores de MQ, dados
por: 8
% by=Y bX,
P
XY, Yi X

b, = =, (8.3)



b0 =Y b173 (8.4)

Obem-se, assim, a equacao estimada:
B = b+ bx;;
que se aproxima da verdadeira relacag ¥ o+ X +";.

Outro fator importante da utilizacao do netodo dos MQ, e que ele est imple-
mentado em praticamente todos o0s softwares estatsticos disponveis atualmente no
mercado.

Contudo, desvios da hiptese de normalidade dos erros e/ou a preserca de valores
aberrantes (outliers) podem afetar a aralise por meio deste netodo.

Rice & White (1964) mostraram, por meio de um estudo de Monte Carlo, que se
0s erros se afastarem da hiptese de normalidade e se sua distribucao possuir cauda
mais alongada do que a da Normal, o crierio de minimizacao dos erros absolutos
resulta em estimadores com menor erro quadiatico nedio do que aqueles obtidos pelo
nmetodo dos MQ. Hogg (1979), por sua vez, sugeriu que se deveria dar mais atencao
a netodos robustos de estimacao em aralise de regressao. Recomendou empregar o
metodo dos MQ e tambem procedimentos robustos ao ajustar um modelo linear.

Se 0 conjunto de observacees nao satis zer as hipteses dos MQ, devemos entao
investica-lo detalhadamente a m de veri car a preserca de valores aberrantes e/ou
dados in uentes. Quando valores aberrantes e/ou in uentes sao encontrados, estes
devem ser examinados cuidadosamente. Se forem dados de ma qualidade ou erros de
codi cacao, por exemplo, podemos corrigi-los ou abandora-los. Se forem resultantes
do processo de geracao dos dados, eles devem ser mantidos na arelise e, entao, se
aplica um netodo robusto para estimacao dos parametros desconhecidos (Ferreira
Filho, 1988).

Exemplo 69. Num certo experimento de uma industria qumica est sendo estudada
a relacao entre a porcentagem de amoénia perdida comoacido ntrico nao absorvido
(Y) e a corrente de ar (X), num processo de conversao de ambnia emacido ntrico.
Os dados obtidos foram:

a) Calcule o coe ciente de correlacao linear entre X e Y.

b) Quale o modelo linear que descreve a relacao entre X e Y?

c) Interprete os parametros.

10 conjunto de dados (arquivo stack.txt) est disponvel para download em: https://www.
maths.lancs.ac.uk/ ~rowlings/Teaching/Sheffield2013/data.html.
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X |80 80 75 62 62 62 62 62 58 58 58
58 58 58 50 50 50 50 50 56 70
Y (42 37 37 28 18 18 19 20 15 14 14
13 11 12 8 7 8 8 9 15 15

Solwao:

a) O coe ciente de correlacao linear de Pearson pode ser facilmente obtido com
o auxlio do programa R.

> x<-¢(80,80,75,62,62,62,62,62,58,58,58,58,58,58,50,50,50,50,
50,56,70)

> y<-¢(0.42,0.37,0.37,0.28,0.18,0.18,0.19,0.20,0.15,0.14,0.14,
0.13,0.11,0.12,0.08,0.07,0.08,0.08,0.09,0.15,0.15)

> cor(x,y) # coeficiente de correlacao linear de Pearson

[1] 0.9196635

Logo, o coe ciente de correlecao linear de Pearson amostrale r 0,9197, o que
indica correlacao linear forte, pois o valor est poximo do extremo do intervalo. A
correlecao lineare positiva, signi cando que o aumento da corrente de ar aumenta
0 percentual de amo6nia perdida no processo de conversao emacido ntrico.

b) O modelo linear que descreve a relacao entre as duas varaveis, pode ser obtido
pelo uso da furcao Im do R.

> ajuste<-Im(y~x) # ajuste do modelo

> ajuste
Call: Im(formula =y ~ x)
Coefficients: (Intercept) X

-0.4413 0.0102

Dela, extramos os parametros do modelo Iinearbo 0,44 e bl 0,01. Desta
forma, o modelo que descreve a relacao entre a pressao de ar e o percentual de perda
de amoniae:

$ =0,01X 0,44 (8.5)

A partir do modelo, poderamos veri car 0 percentual de perda de amonia para
valores de pressao nao testados.
A seguir, o comando no R para obter o ga co de dispersao da Figura 8.5.

> plot(x, y, xlab="Corrente de ar", ylab="Porcentagem de amonia")
> abline(ajuste)

c) Como interpretacao dos parametros ajustados, temos:

" O coe ciente linear nao tem interpretacao bgica neste caso;
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Figura 8.5: Modelo ajustado para a relacao de porcentagem de amonia perdida
versus corrente de ar.

" O coe ciente angular signi ca que, para cada 10 unidades de pressao de ar a
mais que e usada no processo, temos 10% a mais de perda de aménia. Ou
entao, para cada unidade de pressao de ar, perdemos mais 1% de amonia.

O modelo tamkem poderia ser obtido manualmente. Para tanto, e necessrio
obter os valores de:

P
X;Y; = 239,53;

i=1

~ 7 X2 =78:365;

i=1
" X 60,43;
Y 0,17,
" n=21

Aplicando nas brmulas (8.3) e (8.4), obtemos o modelo (8.5).

Propriedades do estimador de MQ

Pelo teorema de Gauss-Markov, temos qd@ e bl sao estimadores nao tenden-
ciosos (nao viciados) e de mnima variancia entre os estimadores lineares, ist®g,
e b tem propriedadesotimas.

Abem disso, sao \alidas as seguintes propriedades da regressao linear, ajustada
pelo metodo dos MQ (Azevedo, 2016):
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1. A soma dos resduog de qualquer modelo ajustado com interceptoe zero,
X X
e= Y % =o0

i=1 i=1

2. A soma dos valores observados da varavel respostae iguala soma dos valores
ajustados,

i=1 i=1

3. O modelo ajustado passa pelo pontoX; Y , como mostramos na Figura 8.6.

Figura 8.6: Disposcao da nedia dos dados em relacao ao modelo ajustado, para o
Exemplo 69.

> # digo em R:

> plot(x,y,xlab="Corrente de ar", ylab="Porcentagem de amonia")
> abline(ajuste)

> points(mean(x),mean(y),col="red",pch=19,cex=1.4)

4. A soma dos resduos ponderados pelos correspondentes valores da varavel

preditora X e zero,
X
eX;= 0:

i=1

Deste modo, X e ortogonal aos resduos & e independente dos resduos.

20s resduos serao de nidos mais adiante na Secao 8.7.
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5. A soma dos resduos ponderados pelos correspondentes valores ajustados e

Zero,
X
e® =o:

i=1

8.5 Qualidade do ajuste

Dentre as propriedades que um modelo deve apresentar, neste bpico vamos nos
deter na que tangea \capacidade explicativa do modelo". Para tanto, propee-se que
partimos do princpio de que a variabilidade total dos dadose particionada em duas
componentes, uma devida ao modelo ajustado e outra em furcao dos resduos.

Um ajuste com boa qualidade deve \explicar a maior parte da variabilidade dos
dados Y ". Quanto maior for a parcela explicada pelos erros, piore o ajuste.

Temos que a variancia totale dada por:

1 X = 2
3:5_ Y, Y “:
i=1
E temos que:
X = 2 X 2
SQTot = Y, Y °= Y2 nY"
i=1 i=1 |
X 2 X ., X .
SQReg = Yy =k x x=W X2 n X"
i=1 i=1 i=1

SQe = SQTot SQReg:

Esses valores fazem parte da tabela ANOVA apresentada no captulo anterior,
possibilitando obter uma estatstica para avaliar a signi cancia global do ajuste do
modelo.

A tabela ANOVA para o ajuste de modelos linearese apresentada da seguinte
forma:

Fonte de Graus de Soma dos Quadrados Estatstica
variecao liberdade quadrados medios F
OMReg
Regressao 1 SQReg OQOMReg=SQReg F _QM—e
S
Erro n 2 SQe QMe = n Qze
Total n 1l SQTot
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Espera-se que o modelo de regressao explique parte relevante da variabilidade,

QMReg

entao QMReg > QMe, ou seja, quanto maior for a razaeQW, maior e a

evidéncia de signi cancia do ajuste.
Se 0 modelo explicar a mesma proporcao da variabilidade que e atribuda aos

QMReg

erros, o que naoe desepvel, teramosQTe 1. A partir dessa relacao, podemos

dizer que:
MRe . . : - .
) _QQMeg 1: o ajuste nao apresenta evidéncia de signi cancia;
MRe . . . o )
) —QQMeg > 1 : 0 ajuste pode apresentar evidéncia de signi cancia.

Questao: Quao maior deve ser 0 QMReg com relacao ao QMe para que o
ajuste seja considerado signi cativo?

Para responder a essa pergunta, inclumos na aralise o nvel de signi cancia.
Pois a resposta sel obtida em relacao ao nvel de signi cancia desejado e o p-valor
associadoa estatstica do teste.

A regra de decisaoe: Se o p-valor for menor que o nvel de signi cAncia xado,
0 ajustee signi cativo.

Ou entao, podemos utilizar a regra de decisao pela estatstica do teste; neste
caso, dizemos que o0 ajustee signi cativo ao nvel 100( )% se:

F= % >Fany (1)

em que Ri.n2 (1 )e valor da tabela da distribucao F.

Exemplo 70. (Continuacao do exemplo anterior) Veri car se 0 ajustee signi ca-
tivo.

Solwcao:
A aralise sem feita mediante furcees do R, pelo mdigo a seguir.

> anova(ajuste) # alculo da ANOVA
Analysis of Variance Table

Response: y
Df Sum Sq Mean Sq F value Pr(>F)
X 1 0.17501 0.17501 104.2 3.77e-09 ***

Residuals 19 0.03191 0.00168

Signif. codes: 0 "**' 0.001 **' 0.01 * 0.05 ' 0.1"'1

O QMee uma estimativa da variancia dos erros (?), portanto, s? = 0,00168.
No quesito \qualidade do ajuste"”, como o p-valore bem poximo de zero, con-
clumos que o ajustee signi cativo.
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8.5.1 Coe ciente de determinacao

O coe ciente de determinacao, denotado por 8 mede a qualidade do modelo
em relacaoa sua habilidade de estimar corretamente os valores da varavel resposta
(Wikiedia, 2022).

O R? indica quanto da variabilidade da varavel respostae explicada pela va-
riabilidade das varaveis explicativas. Quanto maior seu valor, mais explicativoe o
modelo. Por exemplo, se o Rde determinado modeloe 0,925, isto signi ca que X
explica 92,5% da variabilidade de Y .

Exemplo 71. Para uma amostra de n valores de (X;Y), temos que, se a reta
ajustada passa por todos os pontos, entao SQReg = SQT ot, istoe,

SQReg _ .
SQTot

Ou seja, toda a variabilidade de Y e explicada por X.

Poem, geralmente SQReg < SQT ot, entao:

R2 — SQReg
SQTot’

emque0 R? 1.

Desta forma, valores mais poximos de 1 indicam maior proporcao da variabi-
lidade explicada pelo modelo. No entanto, um Ralto, por si 9, nao garante a
qualidade do ajuste.

O coe ciente de determinacao R esh diretamente ligado ao coe ciente de cor-
relacao linear de Pearson r:

RZ=r2
Desta forma, temos que:
_ Cov(xyy).
Xy .
Prova-se que Cor(x;y) =r = P R2. A escolha do sinal \+" ou \"e dada

pelo sinal deb;.

O coe ciente de determinacaoe uma medida descritiva da qualidade do modelo
ajustado, poem, seu valor depende do rumero de observecees da amostra (n), ten-
dendo a aumentar conforme a diminucao de n. Para n = 2, rumero mnimo de
pontos necessario para se obter um modelo, temog R 1.

Em esforcos para corrigir ou coibir a in uéncia do rumero de dados, foi de nido
0 coe ciente de determinaao ajustado ou coe ciente de determinaao
corrigido, denotado por R e dado por:




Exceto para R = 1, tem-se: R- < R2.

Vale ressaltar que o Re uma medida descritiva da qualidade do ajuste, e nao
deve ser utilizada sozinha. O diagrostico de ajuste do modelo deve sempre ser
realizado.

Exemplo 72. Obtenha o coe ciente de determinacao para os dados do Exemplo 69.

Solwcao:
A analise ser feita mediante furcees do R, pelo @digo a segquir.

> summary(ajuste)
Call: Im(formula = y ~ x)

Residuals:

Min 1Q Median 30 Max
-0.12290 -0.01127 -0.00046 0.01117 0.08873
Coefficients:

Estimate Std. Error t value Pr(>|t|)
(Intercept) -0.4413 0.0611 -7.23 7.3e-07 ***
X 0.0102 0.0010 10.21 3.8e-09 ***

Signif. codes: 0 ***' 0.001 ** 0.01 " 0.05 ' 0.1"'"'1

Residual standard error: 0.041 on 19 degrees of freedom
Multiple R-squared: 0.846, Adjusted R-squared: 0.838
F-statistic: 104 on 1 and 19 DF, p-value: 3.77e-09

Obtivemos diversas estatsticas para o0 modelo ajustado, dentre elas? R0,846
=v4
R™ =0,838.

8.6 Distribucao amostral dos estimadores

Nesta secao, vamos apresentar algumas propriedades dos estimadores e ecnicas
de inferéncia a respeito dos mesmos.

Propriedade 1. Os estimadores bo e bl sao0 nao viciados, istoe,
0 P _1
XiY; n XY
bX = o e Eble%'zll;,, — K=
X7 n X

i=1

ITI
ey
I
m
<]
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Propriedade 2. As variancias dos estimadores bo e bl sao dadas por:

Var by = var Y bX = 2 p'zl —:
n X
0 1=
X.Y; n XY 5
b, = var B € - -
Var Y Var P ; — P —"
Xe n X X
i=1 i=1
Resultado: Y i, dado por ¥ = o+ X;+";, tem distribucao Normal de

probabilidade, ou seja, YsN ( o+ 1Xi; ?).

A partir desse resultado, podemos provar que os estimadores possuem distri-
bucao Normal de probabilidade, com nedia igual ao verdadeiro valor do parametro
e variancia iguala variancia dos estimadores. Istoe,

bosN o.Var bo e blsN Var bl

8.6.1 Teste de hipteses

Suponha que desejamos testar a hiptese de que 0s coe cientgse ; sao
iguaisas constantes pe h, respectivamente. Ou mesmo, se eles sao0 signi cativos
no modelo, istoe, b=0, i =0; 1. Entao, teremos:

Himpteses
HO: i i
C1=0:1
Ha: i6=D
Estatstica do teste
b b,
ti= g———; 1=0;1;
Var(b.)

em que t segue a distribucao t-Student com n 2 graus de liberdade.

Regra de decisao

Para um teste com nvel de signi cancia 100( )%, a hiptese H, devera ser
rejeitada se:
jtj>t =2 (n 2);

em que t; (n 2)e o percentil de ordem 100(1 =2) da distribucao t-Student
com n 2 graus de liberdade.
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Este teste est implementado no R e ser utilizado no exemplo resolvido no nal
deste captulo.

8.6.2 Intervalos de con arca

Os intervalos de con arca sao mais informativos que os valores pontuais, pois
fornecem faixas de valores nas quais os parametros podem estar, atrelados ao nvel
de signi cancia xado. Desta forma, abm das estimativas pontuais parag e 1,
tambem podemos obter intervalos de con arca para eles.

Sendo garantidas as suposcees do modelo, entao um intervalo de 100(1 )%
de con arca para os parametros g e 1,e dado por:

\d P
IC[ 0;100(1 )%] = bO t ,(n 2)s F - i=1 :
n X; X
i=1
© Wi
v 1
ICL 4100 )%= bt 5 2)s g
Xi X

8.7 Adequacao do modelo de regressao linear sim-
ples

Antes da modelagem de dados relacionados, algumas suposcees foram feitas e
apresentadas anteriormente. Dentre elas, nesta secao iremos apresentar nmetodos de
veri cacao das seguintes suposcoes:

1. Os erros sao varaveis aleabrias com nedia zero, istoe, E{) = 0;

2. Homocedasticidade: Variancia constante ou homogeneidade de variancias, isto
e,Var("i)= %

3. Independéncia dos erros: Ausencia de correlacao entre os erros, ou seja,
E("i";) =0 para i 6=j;

4. Os erros sao identicamente distribudos com distribucao Normal de probabili-
dade, istoe, ; N(0; 2);

5. Arelacao entre X e Y e linear.
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A aralise de adequacao do modelo e feita somente pela con rmacao das su-
poscoees de regularidades. Coe ciente de determinacao e teste de hipteses medem
propriedades do modelo, nao adequacao do mesmo.

As suposcees de varavel aleabria com esperarca nula, homocedasticidade e
independéncia dos erros, sao necessarias para validar a estimacao dos parametros.
Enquanto que a suposcao de normalidade dos errose necessria para garantir a uti-
lizacao das ecnicas de intervalo de con arca e teste de hipteses para os parametros.

De ncao 23. Um resduoe de nido como:

e=Y %

os valores preditos pelo modelo ajustado.

Interpretamos os resduos como valores observados para o erro que aparece no
modelo. Assim, qualquer suposcao feita para os erros pode ser veri cada pela
aralise de resduos, pois os resduos devem re etir as propriedades dos erros. Por
ISSO, muitas vezes usa-se a mesma notacao (por exemplopl g) para erros e
resduos.

A aralise de adequacao do modelo sea feita utilizando nmetodos ga cos e testes
de hipteses em alguns casos.

a) Ga co resduos versus tempo (ordem de coleta)

Este recurso ga coe usado para avaliar a suposcao de independéncia entre os
erros e de que sao varaveis aleabrias com nedia zero. Procuramos identi car no
ga co, se existir, algum tipo de tendéncia ou associacao entre a ordem de coleta e 0s
resduos; se isso ocorrer, a suposcao naoe garantida. Esse ga co permite detectar
padrees nao suspeitados devido ao tempo.

O gma coe um diagrama de dispersao e espera-se que nele os pontos estejam
espalhados sem qualquer ordem aparente em torno do zero, istoe, alocados aleato-
riamente.

b) Ga co resduos versus valores preditos

Tamkem pode ser utilizado o ga co de resduos versus valores preditos (ou
valores da varavel preditora), que auxilia na detecao de:

" Heterocedasticidade da variancia dos erros (variancia nao constante para os
resduos);

" Preserca de pontos discrepantes;

" Relacao entre as varaveis naoe linear.
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Espera-se que os pontos estejam distribudos em torno do zero, sem padrees e com
amplitude constante. Ou seja, uma distribucao aleabria de nedia 0 e amplitude
constante.

Para corroborar com o resultado visual, podemos fazer um teste de comparacao
de variancias. Divide-se o conjunto de dados em duas partes, utilizando a mediana
como ponto de corte, e comparamos a variancia dos subgrupos.

No exemplo, aplicaremos o teste e apresentaremos 0s comandos para realiza-lo.

c) Normalidade dos resduos

Este ga co permite identi car se a distribucao origiraria dos dadose Normal
e tamkem se existem valores que se sobressaem.

O pressuposto de normalidade sela considerado \alido se os pontos do ga co
estiverem localizados ao longo de uma linha reta, aproximadamente.

Usualmente, o julgamento de proximidade dos pontosa linha retae subjetivo.
Para completar a avaliacao de normalidade, pode ser realizado um teste de norma-
lidade, como o de Shapiro-Wilk, que apresentaremos no exemplo.

Observacao: Algumas disposcees dos pontos em torno da reta indicam
auséncia de normalidade. Por exemplo, se a disposcao dos pontos lembram o
formato da letra S ou mesmo S-invertido, temos distribucao de caudas muito curtas
(valores poximos da nedia) e distribucao com caudas muito longas (muitos valores
extremos), respectivamente. Outro formato possvel de ser identi cado,e o da letra
J ou J-invertido, os quais indicam distribucees assinetricas positivas e negativas,
respectivamente.

Exemplo 73. Certa imobilaria deseja veri car a viabilidade do uso da informacao
relativa a idade da casa para inferir sobre o preco de aluguel da mesma. Para
tanto, observou algumas casas, registrando-se a idade (em anos) e o valor de aluguel
(em reais), conforme a tabela abaixo. A partir destes dados, deseja-se vericar a
viabilidade ou nao do uso de um modelo de regressao linear simples para solcao
desta questao, bem como proceder toda a aralise, como solicitado a seguir.

ldade | 10 13 5 7 18 8 10 4 1 4
Aluguel | 450 350 620 580 290 400 400 700 650 530

a) Obtenha o coe ciente de correlacao linear para os dados e o diagrama de
dispersao.

b) Determine o0 modelo de regressao linear simples, interprete os parametros e
represente o0 modelo no diagrama de dispersao.

c) Teste o ajuste. A variabilidade dos valores de aluguel para os dados amostra-
dose explicada pela idade do imovel?

d) Qual a porcentagem da variacao do aluguel que a idade do inovel explica?
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e) Obtenha o intervalo de con arca de 95% parag e ;.
f) Teste as hippteses seguintes ao nvel de 5% de signi cancia:

Ho: 0:750

Ha: ¢6=750
e

Ho: 1:50

Ha: 16= 50

g) Realize a aralise de resduos para validar os resultados obtidos.

h) Pelo modelo, qual o valor do aluguel de inoveis com 3 e 9 anos? E se
souberes que o aluguel do inovel custa 300 reais, e considerando que o inovel possui
caractersticas compatveis com os considerados na arelise, qual seria sua idade?

Solwcao:

O exemplo sei resolvido no R. Os @digos e as sadas serao colocados de acordo
com a necessidade.

a) Considere os seguintes comandos e resultados:

idade<-c(10,13,5,7,18,8,10,4,1,4)
aluguel<-c(450,350,620,580,290,400,400,700,650,530)
plot(idade, aluguel, lwd=2) # diagrama de dispersao
cor(idade, aluguel) # @alculo do coeficiente de correlacao
[1] -0.8926152

V V V V

O coe ciente de correlecao linear de Pearson indica correlacao linear inversa,
signi cando que, quanto mais velha a casa, mais baratoe o aluguel, e a correlacao
pode ser considerada alta, poisr 0,8926. O diagrama de dispersao dos dadose
dado na Figura 8.7.

b) Para ajustar o modelo, iremos utilizar novamente a furncao Im, como segue.

> ajuste<-Im(aluguel~idade) # ajuste do modelo
> ajuste # fornece os coeficientes
Call: Im(formula = aluguel ~ idade)

Coefficients:
(Intercept) idade
695.57 -24.82

O coe ciente angulare negativo, como era de se esperar, pois ele tem 0 mesmo
sinal de r. E o aluguel de cada inovel pode ser estimado pela relacao:

Aluguel = 695,57 24,82 Idade:
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Figura 8.7: Diagrama de dispersao dos dados do Exemplo 73.

Se denotarmos X como a varavel explicativa e Y como a varavel resposta, o
modeloe escrito da forma tradicional: Y = 695,57 24,82X.

Para este caso, o parametro linear ) possui interpretacao bgica. Segundo o
modelo, uma casa nova com as mesmas especi cacoes das que foram observadas,
tea um aluguel de 695,57 reais. Estee o valor de partida do aluguel.

O parametro angular ; indica que, sem contar com o reajuste do aluguel, a cada
ano o aluguel diminui 24,82 reais, ou seja, para cada ano que aumenta na idade do
imovel, o valor do aluguel cai 24,82 reais.

Figura 8.8: Disposcao da nedia dos dados em relacao ao modelo ajustado (Exemplo
73).

A representacao do modelo ajustado em relacao aos dados observados, esa na
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Figura 8.8.

V

# Comando no R para obter o diagrama de dispersao:
plot(idade, aluguel, lwd=2) # diagrama de dispersao
abline(ajuste) # tra&ca o modelo no gafico

points(mean(idade), mean(aluguel), col="red", pch=19, cex=1.4)
legend(12, 680, c("Ajustado”,"Observado”,"Media"), col=c("black","
black","red"), Ity=c(1,NA,NA), pch=c(NA,1,19), Iwd=c(1,NA,NA))

V V V V

c) A signi cancia global do modeloe avaliada a partir da ANOVA.

> anova(ajuste)
Analysis of Variance Table

Response: aluguel

Df Sum Sgq Mean Sq F value Pr(>F)
idade 1 138007 138007 31.36 0.00051 ***
Residuals 8 35203 4400

Signif. codes: 0 ***' 0.001 ** 0.01 *" 0.05 ' 0.1"'"'1

Temos que F = 31,36. Se xarmos o nvel de signi cancia de 5%, entao, pela
regra de decisao, temos queakg) (0,95) = 5,32 e, como o valor obtidoe maior que
o valor tabelado, temos evidéncias de que a idade do inovel explica a variacao do
preco do aluguel.

Observamos que o p-valor da ANOVAe bem poximo de 0, com algarismo signi-
cativo na quarta casa decimal. Entao, podemos concluir por ele que ha evidéncias
de signi cancia global do ajuste; a adequacao do modelo deve ser veri cada tamtem
pelos diagrosticos dos resduos.

Da ANOVA, temos tamkem uma estimativa da variancia dos erros, quee dada
por QMe; neste caso, 5= 4:400.

d) O coe ciente de determinacao pode ser obtido de duas formas:?R r? e

SQReg
R? = . E I R? = 0,7968.
SQTot seu valore 0,7968

Mas vamos trabalhar com R’ = 0,7714, que indica que 77,14% da variacao do
aluguele explicada pela idade do inmovel. O restante da variacao do preco (22,86%)
e devido a causas aleabrias ou a outras varaveis que poderiam ser consideradas
na aralise de regressao multipla. Varaveis como a localizacao do inovel podem
in uenciar no preco do aluguel.

e) Os intervalos de con arca de 95% para 0s parametros sao:

IC[ o; 95%] = (600,5685; 790,5743),
IC[ 1;95%] = (35,0421; 14,6007),
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gue sao obtidos por meio da furcao confint prede nida no R, como segue.

> confint(ajuste)

25 % 975 %
(Intercept) 600.5685 790.5743
idade -35.0421 -14.6007

Pelos dados obtidos, com 95% de con arca, o valor medio estimado do aluguel
de uma casa nova com as mesmas especi cacoes das consideradas esta entre 600 e
790 reais. E a depreciacao nedia estimada do preco com o passar dos anos esta
entre 14 e 35 reais.

f) O teste de hipteses para os parametros da regressao, esa programado no R
considerando b= 0, i = 0; 1, istoe, para testar as hipteses:

Ho : 0:0
e
Ho : 1=0
g

Os resultados para os testes de hipteses (8.6) e (8.7) podem ser obtidos atrawes
do comando:

> summary(ajuste)
Call: Im(formula = aluguel ~ idade)
Residuals:

Min 1Q Median 30 Max
-97.00 -41.24 -9.05 46.71 103.71

Coefficients:

Estimate Std. Error t value Pr(>|t|)
(Intercept) 695.57 41.20 16.9 1.5e-07 ***
idade -24.82 4.43 -5.6 0.00051 ***

Signif. codes: 0 ***' 0.001 ** 0.01 " 0.05 ' 0.1"'"'1

Residual standard error: 66.3 on 8 degrees of freedom
Multiple R-squared: 0.797, Adjusted R-squared: 0.771
F-statistic: 31.4 on 1 and 8 DF, p-value: 0.00051

Inicialmente, o0 comando summary(ajuste) retorna os quantis dos resduos. E
em Coe cients, temos as estimativas na primeira coluna (Estimate); na segunda,
temos os valores do erro-padrao (Std. Error); em seguida, as estatsticas dos testes
(t value) e o p-valor associado a cada uma delas (Pr(> jtj)), que, por serem da
ordem de 1¢ ou menor, entao rejeitam as hippteses de qug =0e ;=0.
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O valor do R%?e tamkem fornecido (Multiple R-squared), bem como a estatstica
da ANOVA do ajuste do modelo (F-statistic) e seu p-valor.

Poem, como queremos testar as hipteses nulas:gH ¢ =750e Hy : 1 =
50, e para executar estes testes precisaramos desenvolver um @digo para obter
V ar bo eVar b, | entao vamos utilizar o conceito de intervalo de con arca para
veri car se podemos rejeitar ou nao as hipteses nulas.

Considerando os resultados dados no item anterior, rejeitamos a hiptese nula
referente a ; e nao rejeitamos a hiptese nula referente &.

g) Aralise de resduos:

Para avaliar os pressupostos de que 0s erros possuem variancia constante e sao
nao correlacionados entre si, utilizamos os ga cos de resduos versus valores ajus-
tados e/ou resduos versus valores da varavel preditora.

> # bdigo em R para realizar a aralise de resduos:

> plot(fitted(ajuste), residuals(ajuste), xlab="Valores ajustados”,
ylab="Resduos")

> abline(h=0)

> dev.new() # cria uma nova janela de gafico

> plot(idade, residuals(ajuste), xlab="Idade", ylab="Resduos")

> abline(h=0)

Figura 8.9: Ga cos de resduos.

Aparentemente, teremos problemas com a hiptese de homocedasticidade, pois
pelos ga cos dados na Figura 8.9, os resduos para os primeiros valores da amostra
tendem a ter valores positivos, e para osultimos valores os resduos sao negativos.

Para esclarecer esta duvida, vamos fazer o teste de comparacao de variancias.
Para tanto, vamos dividir o conjunto de dados em duas partes: na primeira, vamos
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considerar os 5 primeiros dados; e na outra, os 5ultimos (a divisao tamtem poderia
ser feita utilizando a mediana).

> var.test(residuals(ajuste)[1:5], residuals(ajuste)[6:10])

F test to compare two variances

data: residuals(ajuste)[1:5] and residuals(ajuste)[6:10]

F = 0.19647, num df = 4, denom df = 4, p-value = 0.1441
alternative hypothesis: true ratio of variances is not equal to 1
95 percent confidence interval: 0.0204557 1.8869764

sample estimates: ratio of variances 0.1964673

O resultado do teste apresentou p-valor = 0,1441, quee maior que 0s nveis de
signi cancia usualmente utilizados (1%, 5% e 10%). Logo, nao la evidéncias contra
a homocedasticidade dos resduos.

Para avaliar o pressuposto de normalidade dos erros, deve-se construir 0 ga co
Q-Q dos resduos e/ou fazer o teste de normalidade.

> # Gafico Q-Q Normal dos resduos:

> ggnorm(residuals(ajuste), xlab="Quantis teoricos", ylab="Quantis
amostrais”, main="Normal Q-Q plot")

> qgline(residuals(ajuste))

Figura 8.10: Gr co Q-Q Normal dos resduos.

> # Teste de normalidade:

> shapiro.test(residuals(ajuste))
Shapiro-Wilk normality test
data: residuals(ajuste)

W = 0.97708, p-value = 0.9477
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O resultado do teste de normalidade de Shapiro-Wilk apresentou p-valor =
0,9477, que e considerado alto. Entao, nao rejeitamos a hiptese de normalidade
dos resduos.

Para nalizar, resta a aralise do ga co dos resduos versus tempo, para des-
cartar a hiptese de autocorrelecao entre os erros. Neste caso, observamos que,
aparentemente, as primeiras amostras apresentaram valores estimados maiores do
gue os observados, e esta relacao foi invertida para asultimas amostras (ver Figura
8.11). A decisao de considerar ou nao esta relecao relevante, cabe a especialistas
daarea, pois, se os dados fossem apresentados em ordem crescente em X (idade do
imovel), tal relacao p naoe observada.

Figura 8.11: Comportamento dos resduos em relacaoa ordem de coleta dos dados.

> # Comportamento dos resduos:
> plot(residuals(ajuste), xlab=" Indice", ylab="Resduos")
> abline(0,0)

Para nalizar,e possvel obter os valores nunericos dos resduos e os valores es-
timados/preditos pelo modelo. Isto pode ser feito utilizando os seguintes comandos,
respectivamente.

> residuals(ajuste) # ou ainda: ajuste$residuals
> fitted(ajuste) # ou ainda: ajuste$fitted.values

h) Para obter os valores do aluguel para as idades fornecidas, e  substituir as
idades na brmula: Aluguel = 695,57 24,82 ldade.

Para idade igual a 3 anos, o valor do aluguele 621,11 reais.

Para idade de 9 anos, o valor do aluguele 472,19 reais.
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Para obter a idade do inovel, dado que o aluguel e 300 reais, utilizamos a
inversa da furcao acima. Neste caso, para um aluguel de 300 reais, a idade do
imovel estimada pelo modeloe de 15,95 anos, ou seja, aproximadamente 16 anos.

8.8 Consideraoees nais

As ecnicas de regressao e correlacao descritas neste captulo tém por objetivo
estimar uma relecao linear que possa existir entre duas varaveis na populacao. A
aralise de correlacao, por meio do coe ciente de correlacao linear de Pearson, visa
mensurar 0 grau de associacao linear entre essas varaveis, enquanto que a regressao
linear simples obem a equacao matematica da reta que melhor descreve esse relaci-
onamento.

Como visto na Secao 8.4.1, a aralise de regressao linear simples requer fortes
suposcees para seu uso, como: linearidade da relacao entre X e Y, normalidade,
independéncia e homocedasticidade dos erros. Foi a partir dessas limitacees que sur-
giram extensees dos modelos lineares chssicos (regressao linear simples e mnultipla),
como por exemplo, os modelos lineares generalizados (MLG), que nao sao abordados
neste compéndio. Para uma introducao aos MLG, sugerimos os livros (em inglés) de
Dobson & Barnett (2018), Dunn & Smyth (2018), e Agresti (2015), dentre outros.

B em portugués, recomendamos os livros de Paula (2025)Cordeiro & Denetrio
(2008), Turkman & Silva (2000).

8.9 Exerccios propostos

Exerccio 1. Construa o diagrama de dispersao e calcule o coe ciente de correlacao
linear para cada par de varaveis a seguir. Interprete os resultados.

X1120 21 14 18 19 26
Yy 5 4 10 8 7 1

X! 15 12 -11 -06 16 10 -14 00 -01
Y, | 11,2 6,3 16,3 17,1 11,8 14,7 1,8 13,6 10,5

X3 |-1,74 0,27 -1,38 -0,86 0,42
Ys | 3,28 054 0,33 -1,05 1,38

X4/-18 04 03 12 0,2 05 -06 -03 -0,7 0,1
Y| 33 54 51 65 49 58 43 50 42 51

30 livro de Paula (2025) esh disponvel na Internet pelo endereco eletronico: https://www.
ime.usp.br/ ~giapaula/texto_2025.pdf.
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Exerccio 2. Teste, com o nvel de signi cancia de 5%, a hiptese Hy : = 0 contra
a alternativa H, : 6= 0, para cada conjunto de dados do exerccio anterior.

Exerccio 3. Suponha que um instituto de pesquisa esteja interessado em saber
qual a relacao entre a escolaridade do chefe de famlia (X) e a renda familiar mensal
(Y). Para isso, coletou-se uma amostra de 30 famlias e registrou-se o tempo de
estudo (em anos) da pessoa de referéncia e a renda familiar mensal (em reais) de
cada uma delas. Os resultados encontram-se na tabela abaixo.

Famlia 1 2 3 4 5 6 7 8 9 10

X 7 8 10 14 6 14 15 11 11 4

Y 3:949 5:535 5:742 6:454 4:147 7:162 9:424 5:472 4:512 1:946
Famlia 11 12 13 14 15 16 17 18 19 20

X 6 6 12 8 13 9 12 15 8 13

Y 3:228 2:974 6:562 4:205 6:889 5:628 5:636 9:060 4:797 7:262
Famlia 21 22 23 24 25 26 27 28 29 30

X 15 6 11 5 7 8 4 8 14 8

Y 6:264 3:499 5:744 4:147 5:691 6:031 1:687 4:.004 7:710 3:740

a) Construa o diagrama de dispersao e interprete-o.

b) Obtenha o coe ciente de correlacao linear e interprete o seu valor.
c) Determine o modelo linear:® = by + b/x.

d) Represente a reta de regressao no ga co do item (a).

e) Interprete o parametro ajustado b,

f) Interprete o parametro ajustado P;.

g) Calcule e interprete o coe ciente de determinaca®’ .

Exerccio 4. Analise os resduos do modelo ajustado no exerccio anterior e comente
sobre a adequacao do modelo.

Exerccio 5. A aralise do peso (em kg) de 15 homens escolhidos aleatoriamente de
uma populacao, como furcao linear da sua altura (em cm), forneceu os resultados
abaixo com alguns campos faltantes. Preencha os espacos assinalados pelas letras
de (a) a (k) e interprete os resultados.

Tabela ANOVA
Fonte de Graus de Soma dos Quadrados Estatstica p-valor
varicao liberdade quadrados medios F
Altura (@) 1.103,3097 (e) (9) 7,39e-07
Resduos (b) (d) ()
Total (c) 1.286,9333
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Modelo

IC 95%
Estimativa Erro-padrao t  p-valor 2,5% 97,5%
Intercepto  -39,1475 12,8315 (h) 0,0093 0) -11,4267
Altura 0,6610 0,0748 (i) 7,39e-07 0,4995 (K)

Exerccio 6. Considere os seguintes dados referentes a contagens darias de micror-
ganismos em uma placa de Petri.

Dia (X) 1 2
N° colbnias visveis (Y)| 2 5

3 4 5 6 7 8 9 10
7 19 31 48 96 164 289 515

a) Ajuste Y em furcao de X nos trés modelos abaixo:

Modelo linear: ¥ =bj+ bx
Modelo exponencial: % = B,bx
Modelo poténcia: 9= X !

b) Encontre o coe ciente de determinacadR’ para cada modelo ajustado.
c) Qual dos trés modelos ajustadose o mais e caz para esse conjunto de dados?
Justi que.

d) Usando o modelo melhor ajustado, qual seria o valor esperado de Y se X =
1272

Exerccio 7. Um professor de Hisbria do 8 ° ano esh interessado em investigar a
relacao entre o tempo de estudo (em horas) e a nota na prova da disciplina (escala
de 0 a 1:000). Para tanto, tomou-se uma amostra de 7 alunos, obtendo-se os dados
mostrados na tabela abaixo.

Aluno A B C D E G H
Tempo (X) | 2 3 4 5 5 7 10
Nota (Y) |354 382 589 733 590 862 920

Ajustando-se o modelo linear, obteve-sd® = 239,72+76,44 e F = 32,11. Como

vocé argumentaria com o0 aluno A para que ele estudasse mais para a prova de
Hisobria?
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Tabelas

Tabela Al: Distribucao Normal padrao - P(Z<z) = .

Parte inteira e 1

28 decimal de z

decimal de z [ 0 4 6 7 8
0,0 0,5000 0,5040 0,5079 0,5120 0,5160 0,5199 0,5239 0,5279 0,5319 0,5359 0,0
0,1 0,5398 0,5438 0,5478 0,5517 0,5557 0,5596 0,5636 0,5675 0,5714 0,5753 0,1
0,2 0,5793 0,5832 0,5871 0,5910 0,5948 0,5987 0,6026 0,6064 0,6103 0,6141 0,2
0,3 0,6179 0,6217 0,6255 0,6293 0,6331 0,6368 0,6406 0,6443 0,6480 0,6517 0,3
0,4 0,6554 0,6591 0,6628 0,6664 0,6700 0,6736 0,6772 0,6808 0,6844 0,6879 0,4
0,5 0,6915 0,6950 0,6985 0,7019 0,7054 0,7088 0,7123 0,7157 0,7190 0,7224 0,5
0,6 0,7257 0,7291 0,7324 0,7357 0,7389 0,7422 0,7454 0,7486 0,7517 0,7549 0,6
0,7 0,7580 0,7611 0,7642 0,7673 0,7704 0,7734 0,7764 0,7794 0,7823 0,7852 0,7
0,8 0,7881 0,7910 0,7939 0,7967 0,7995 0,8023 0,8051 0,8078 0,8106 0,8133 0,8
0,9 0,8159 0,8186 0,8212 0,8238 0,8264 0,8289 0,8315 0,8340 0,8365 0,8389 0,9
1,0 0,8413 0,8438 0,8461 0,8485 0,8508 0,8531 0,8554 0,8577 0,8599 0,8621 1,0
1,1 0,8643 0,8665 0,8686 0,8708 0,8729 0,8749 0,8770 0,8790 0,8810 0,8830 1,1
1,2 0,8849 0,8869 0,8888 0,8907 0,8925 0,8944 0,8962 0,8980 0,8997 0,9015 1,2
1,3 0,9032 0,9049 0,9066 0,9082 0,9099 0,9115 0,9131 0,9147 0,9162 0,9177 1,3
1,4 0,9192 0,9207 0,9222 0,9236 0,9251 0,9265 0,9279 0,9292 0,9306 0,9319 14
15 0,9332 0,9345 0,9357 0,9370 0,9382 0,9394 0,9406 0,9418 0,9429 0,9441 15
1,6 0,9452 0,9463 0,9474 0,9484 0,9495 0,9505 0,9515 0,9525 0,9535 0,9545 1,6
1,7 0,9554 0,9564 0,9573 0,9582 0,9591 0,9599 0,9608 0,9616 0,9625 0,9633 1,7
1,8 0,9641 0,9649 0,9656 0,9664 0,9671 0,9678 0,9686 0,9693 0,9699 0,9706 1,8
1,9 0,9713 0,9719 0,9726 0,9732 0,9738 0,9744 0,9750 0,9756 0,9761 0,9767 1,9
2,0 0,9772 0,9778 0,9783 0,9788 0,9793 0,9798 0,9803 0,9808 0,9812 0,9817 2,0
2,1 0,9821 0,9826 0,9830 0,9834 0,9838 0,9842 0,9846 0,9850 0,9854 0,9857 2,1
2,2 0,9861 0,9864 0,9868 0,9871 0,9875 0,9878 0,9881 0,9884 0,9887 0,9890 2,2
2,3 0,9893 0,9896 0,9898 0,9901 0,9904 0,9906 0,9909 0,9911 0,9913 0,9916 2,3
2,4 0,9918 0,9920 0,9922 0,9925 0,9927 0,9929 0,9931 0,9932 0,9934 0,9936 2,4
2,5 0,9938 0,9940 0,9941 0,9943 0,9945 0,9946 0,9948 0,9949 0,9951 0,9952 2,5
2,6 0,9953 0,9955 0,9956 0,9957 0,9959 0,9960 0,9961 0,9962 0,9963 0,9964 2,6
2,7 0,9965 0,9966 0,9967 0,9968 0,9969 0,9970 0,9971 0,9972 0,9973 0,9974 2,7
2,8 0,9974 0,9975 0,9976 0,9977 0,9977 0,9978 0,9979 0,9979 0,9980 0,9981 2,8
2,9 0,9981 0,9982 0,9982 0,9983 0,9984 0,9984 0,9985 0,9985 0,9986 0,9986 2,9
3,0 0,9987 0,9987 0,9987 0,9988 0,9988 0,9989 0,9989 0,9989 0,9990 0,9990 3,0
31 0,9990 0,9991 0,9991 0,9991 0,9992 0,9992 0,9992 0,9992 0,9993 0,9993 3,1
3,2 0,9993 0,9993 0,9994 0,9994 0,9994 0,9994 0,9994 0,9995 0,9995 0,9995 3,2
3,3 0,9995 0,9995 0,9995 0,9996 0,9996 0,9996 0,9996 0,9996 0,9996 0,9997 3,3
3,4 0,9997 0,9997 0,9997 0,9997 0,9997 0,9997 0,9997 0,9997 0,9997 0,9998 3,4
3,5 0,9998 0,9998 0,9998 0,9998 0,9998 0,9998 0,9998 0,9998 0,9998 0,9998 3,5
3,6 0,9998 0,9998 0,9999 0,9999 0,9999 0,9999 0,9999 0,9999 0,9999 0,9999 3,6
3,7 0,9999 0,9999 0,9999 0,9999 0,9999 0,9999 0,9999 0,9999 0,9999 0,9999 3,7
3,8 0,9999 0,9999 0,9999 0,9999 0,9999 0,9999 0,9999 0,9999 0,9999 0,9999 3,8
3,9 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 39
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Tabela A2: Distribucao t-Student - P (T >t (gl)) = .

gl [ 0,25 0,1 0,05 0,025 0,01 0,005 0,0025 0,001 0,0005 gl

1 1,0000 3,0777 6,3138 12,7062 31,8205 63,6567 127,3213 318,3088 636,6192 1

2 0,8165 1,8856 2,9200 4,3027 6,9646 9,9248 14,0890 22,3271 31,5991 2

3 0,7649 1,6377 2,3534 3,1824 4,5407 5,8409 7,4533 10,2145 12,9240 3

4 0,7407 1,6332 2,1318 2,7764 3,7469 4,6041 5,5976 7,1732 8,6103 4

5 0,7267 1,4759 2,0150 2,5706 3,3649 4,0321 4,7733 5,8934 6,8688 5

6 0,7176 1,4398 1,9432 2,4469 3,1427 3,7074 4,3168 5,2076 5,9588 6

7 0,7111 1,4149 1,8946 2,3646 2,9980 3,4995 4,0293 4,7853 5,4079 7

8 0,7064 1,3968 1,8595 2,3060 2,8965 3,3554 3,8325 4,5008 5,0413 8

9 0,7027 1,3830 1,8331 2,2622 2,8214 3,2498 3,6897 4,2968 4,7809 9
10 0,6998 1,3722 1,8125 2,2281 2,7638 3,1693 3,5814 4,1437 4,5869 10
11 0,6974 1,3634 1,7959 2,2010 2,7181 3,1058 3,4966 4,0247 4,4370 11
12 0,6955 1,3562 1,7823 2,1788 2,6810 3,0545 3,4284 3,9296 4,3178 12
13 0,6938 1,3502 1,7709 2,1604 2,6503 3,0123 3,3725 3,8520 4,2208 13
14 0,6924 1,3450 1,7613 2,1448 2,6245 2,9768 3,3257 3,7874 4,1405 14
15 0,6912 1,3406 1,7531 2,1314 2,6025 2,9467 3,2860 3,7328 4,0728 15
16 0,6901 1,3368 1,7459 2,1199 2,5835 2,9208 3,2520 3,6862 4,0150 16
17 0,6892 1,3334 1,7396 2,1098 2,5669 2,8982 3,2224 3,6458 3,9651 17
18 0,6884 1,3304 1,7341 2,1009 2,5524 2,8784 3,1966 3,6105 3,9216 18
19 0,6876 1,3277 1,7291 2,0930 2,5395 2,8609 3,1737 3,5794 3,8834 19
20 0,6870 1,3253 1,7247 2,0860 2,5280 2,8453 3,1534 3,5518 3,8495 20
21 0,6864 1,3232 1,7207 2,0796 2,5176 2,8314 3,1352 3,6272 3,8193 21
22 0,6858 1,3212 1,7171 2,0739 2,5083 2,8188 3,1188 3,5050 3,7921 22
23 0,6853 1,3195 1,7139 2,0687 2,4999 2,8073 3,1040 3,4850 3,7676 23
24 0,6848 1,3178 1,7109 2,0639 2,4922 2,7969 3,0905 3,4668 3,7454 24
25 0,6844 1,3163 1,7081 2,0595 2,4851 2,7874 3,0782 3,4502 3,7251 25
26 0,6840 1,3150 1,7056 2,0555 2,4786 2,7787 3,0669 3,4350 3,7066 26
27 0,6837 1,3137 1,7033 2,0518 2,4727 2,7707 3,0565 3,4210 3,6896 27
28 0,6834 1,3125 1,7011 2,0484 2,4671 2,7633 3,0469 3,4082 3,6739 28
29 0,6830 1,3114 1,6991 2,0452 2,4620 2,7564 3,0380 3,3962 3,6594 29
30 0,6828 1,3104 1,6973 2,0423 2,4573 2,7500 3,0298 3,3852 3,6460 30
35 0,6816 1,3062 1,6896 2,0301 2,4377 2,7238 2,9960 3,3400 3,5911 35
40 0,6807 1,3031 1,6839 2,0211 2,4233 2,7045 2,9712 3,3069 3,5510 40
45 0,6800 1,3006 1,6794 2,0141 2,4121 2,6896 2,9521 3,2815 3,5203 45
50 0,6794 1,2987 1,6759 2,0086 2,4033 2,6778 2,9370 3,2614 3,4960 50
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Tabela A3: Distribucao Qui-quadrado - P( 2>

2(gh) = -

l
|

gl [ 0,995 0,99 0,975 0,95 0,9 0,1 0,05 0,025 0,01 0,005 gl
1 4e-05 0,0002 0,0010 0,0039 0,0158 2,7055 3,8415 5,0239 6,6349 7,8794 1
2 0,0100 0,0201 0,0506 0,1026 0,2107 4,6052 5,9915 7,3778 9,2103 10,5966 2
3 0,0717 0,1148 0,2158 0,3518 0,5844 6,2514 7,8147 9,3484 11,3449 12,8382 3
4 0,2070 0,2971 0,4844 0,7107 1,0636 7,7794 9,4877 11,1433 13,2767 14,8603 4
5 0,4117 0,5543 0,8312 1,1455 1,6103 9,2364 11,0705 12,8325 15,0863 16,7496 5
6 0,6757 0,8721 1,2373 1,6354 2,2041 10,6446 12,5916 14,4494 16,8119 18,5476 6
7 0,9893 1,2390 1,6899 2,1673 2,8331 12,0170 14,0671 16,0128 18,4753 20,2777 7
8 1,3444 1,6465 2,1797 2,7326 3,4895 13,3616 15,5073 17,5345 20,0902 21,9550 8
9 1,7349 2,0879 2,7004 3,3251 4,1682 14,6837 16,9190 19,0228 21,6660 23,5894 9
10 2,1559 2,5582 3,2470 3,9403 4,8652 15,9872 18,3070 20,4832 23,2093 25,1882 10
11 2,6032 3,0535 3,8157 4,5748 5,5778 17,2750 19,6751 21,9200 24,7250 26,7568 11
12 3,0738 3,5706 4,4038 5,2260 6,3038 18,5493 21,0261 23,3367 26,2170 28,2995 12
13 3,5650 4,1069 5,0088 5,8919 7,0415 19,8119 22,3620 24,7356 27,6882 29,8195 13
14 4,0747 4,6604 5,6287 6,5706 7,7895 21,0641 23,6848 26,1189 29,1412 31,3193 14
15 4,6009 5,2293 6,2621 7,2609 8,5468 22,3071 24,9958 27,4884 30,5779 32,8013 15
16 5,1422 5,8122 6,9077 7,9616 9,3122 23,5418 26,2962 28,8454 31,9999 34,2672 16
17 5,6972 6,4078 7,5642 8,6718 10,0852 24,7690 27,5871 30,1910 33,4087 35,7185 17
18 6,2648 7,0149 8,2307 9,3905 10,8649 25,9894 28,8693 31,5264 34,8053 37,1565 18
19 6,8440 7,6327 8,9065 10,1170 11,6509 27,2036 30,1435 32,8523 36,1909 38,5823 19
20 7,4338 8,2604 9,5908 10,8508 12,4426 28,4120 31,4104 34,1696 37,5662 39,9968 20
21 8,0337 8,8972 10,2829 11,5913 13,2396 29,6151 32,6706 35,4789 38,9322 41,4011 21
22 8,6427 9,5425 10,9823 12,3380 14,0415 30,8133 33,9244 36,7807 40,2894 42,7957 22
23 9,2604 10,1957 11,6886 13,0905 14,8480 32,0069 35,1725 38,0756 41,6384 44,1813 23
24 9,8862 10,8564 12,4012 13,8484 15,6587 33,1962 36,4150 39,3641 42,9798 45,5585 24
25 10,5197 11,5240 13,1197 14,6114 16,4734 34,3816 37,6525 40,6465 44,3141 46,9279 25
26 11,1602 12,1981 13,8439 15,3792 17,2919 35,5632 38,8851 41,9232 45,6417 48,2899 26
27 11,8076 12,8785 14,5734 16,1514 18,1139 36,7412 40,1133 43,1945 46,9629 49,6449 27
28 12,4613 13,5647 15,3079 16,9279 18,9392 37,9159 41,3371 44,4608 48,2782 50,9934 28
29 13,1211 14,2565 16,0471 17,7084 19,7677 39,0875 42,5570 45,7223 49,5879 52,3356 29
30 13,7867 14,9535 16,7908 18,4927 20,5992 40,2560 43,7730 46,9792 50,8922 53,6720 30
31 14,4578 15,6555 17,5387 19,2806 21,4336 41,4217 44,9853 48,2319 52,1914 55,0027 31
32 15,1340 16,3622 18,2908 20,0719 22,2706 42,5847 46,1943 49,4804 53,4858 56,3281 32
33 15,8153 17,0735 19,0467 20,8665 23,1102 43,7452 47,3999 50,7251 54,7755 57,6484 33
34 16,5013 17,7891 19,8063 21,6643 23,9523 44,9032 48,6024 51,9660 56,0609 58,9639 34
35 17,1918 18,5089 20,5694 22,4650 24,7967 46,0588 49,8018 53,2033 57,3421 60,2748 35
36 17,8867 19,2327 21,3359 23,2686 25,6433 47,2122 50,9985 54,4373 58,6192 61,5812 36
37 18,5858 19,9602 22,1056 24,0749 26,4921 48,3634 52,1923 55,6680 59,8925 62,8833 37
38 19,2889 20,6914 22,8785 24,8839 27,3430 49,5126 53,3835 56,8955 61,1621 64,1814 38
39 19,9959 21,4262 23,6543 25,6954 28,1958 50,6598 54,5722 58,1201 62,4281 65,4756 39
40 20,7065 22,1643 24,4330 26,5093 29,0505 51,8051 55,7585 59,3417 63,6907 66,7660 40
41 21,4208 22,9056 25,2145 27,3256 29,9071 52,9485 56,9424 60,5606 64,9501 68,0527 41
42 22,1385 23,6501 25,9987 28,1440 30,7654 54,0902 58,1240 61,7768 66,2062 69,3360 42
43 22,8595 24,3976 26,7854 28,9647 31,6255 55,2302 59,3035 62,9904 67,4593 70,6159 43
44 23,5837 25,1480 27,5746 29,7875 32,4871 56,3685 60,4809 64,2015 68,7095 71,8926 44
45 24,3110 25,9013 28,3662 30,6123 33,3504 57,5053 61,6562 65,4102 69,9568 73,1661 45
46 25,0413 26,6572 29,1601 31,4390 34,2152 58,6405 62,8296 66,6165 71,2014 74,4365 46
47 25,7746 27,4158 29,9562 32,2676 35,0814 59,7743 64,0011 67,8206 72,4433 75,7041 47
48 26,5106 28,1770 30,7545 33,0981 35,9491 60,9066 65,1708 69,0226 73,6826 76,9688 48
49 27,2493 28,9406 31,5549 33,9303 36,8182 62,0375 66,3386 70,2224 74,9195 78,2307 49
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Tabela A4: Distribucao F de Fisher-Snedecor - P (F > ko1(gl num; gl denom)) =
0,01.

gl num [
gl denom | 1 2 3 4 5 6 7 8 9 10 |

1 4.052,2 4.999,5 5.403,4 5.624,6 5.763,6 5.859,0 5.928,4 5.981,1 6.022,5 6.055,8 1
2 98,503 99,000 99,166 99,249 99,299 99,333 99,356 99,374 99,388 99,399 2
3 34,116 30,817 29,457 28,710 28,237 27,911 27,672 27,489 27,345 27,229 3
4 21,198 18,000 16,694 15,977 15,522 15,207 14,976 14,799 14,659 14,546 4
5 16,258 13,274 12,060 11,392 10,967 10,672 10,455 10,289 10,158 10,051 5
6 13,745 10,926 9,7795 9,1483 8,7459 8,4661 8,2600 8,1017 7,9761 7,8741 6
7 12,246 9,5466 8,4513 7,8466 7,4604 7,1914 6,9928 6,8400 6,7188 6,6201 7
8 11,259 8,6491 7,5910 7,0061 6,6318 6,3707 6,1776 6,0289 5,9106 5,8143 8
9 10,561 8,0215 6,9919 6,4221 6,0569 5,8018 5,6129 5,4671 5,3511 5,2565 9
10 10,044 7,5594 6,5523 5,9943 5,6363 5,3858 5,2001 5,0567 4,9424 4,8491 10
11 9,6460 7,2057 6,2167 5,6683 5,3160 5,0692 4,8861 4,7445 4,6315 4,5393 11
12 9,3302 6,9266 5,9525 5,4120 5,0643 4,8206 4,6395 4,4994 4,3875 4,2961 12
13 9,0738 6,7010 5,7394 5,2053 4,8616 4,6204 4,4410 4,3021 4,1911 4,1003 13
14 8,8616 6,5149 5,5639 5,0354 4,6950 4,4558 4,2779 4,1399 4,0297 3,9394 14
15 8,6831 6,3589 5,4170 4,8932 4,5556 4,3183 4,1415 4,0045 3,8948 3,8049 15
16 8,5310 6,2262 5,2922 4,7726 4,4374 4,2016 4,0259 3,8896 3,7804 3,6909 16
17 8,3997 6,1121 5,1850 4,6690 4,3359 4,1015 3,9267 3,7910 3,6822 3,5931 17
18 8,2854 6,0129 5,0919 4,5790 4,2479 4,0146 3,8406 3,7054 3,5971 3,5082 18
19 8,1849 5,9259 5,0103 4,5003 4,1708 3,9386 3,7653 3,6305 3,56225 3,4338 19
20 8,0960 5,8489 4,9382 4,4307 4,1027 3,8714 3,6987 3,5644 3,4567 3,3682 20
21 8,0166 5,7804 4,8740 4,3688 4,0421 3,8117 3,6396 3,5056 3,3981 3,3098 21
22 7,9454 5,7190 4,8166 4,3134 3,9880 3,7583 3,5867 3,4530 3,3458 3,2576 22
23 7,8811 5,6637 4,7649 4,2636 3,9392 3,7102 3,5390 3,4057 3,2986 3,2106 23
24 7,8229 5,6136 4,7181 4,2184 3,8951 3,6667 3,4959 3,3629 3,2560 3,1681 24
25 7,7698 5,5680 4,6755 4,1774 3,8550 3,6272 3,4568 3,3239 3,2172 3,1294 25
26 7,7213 5,5263 4,6366 4,1400 3,8183 3,5911 3,4210 3,2884 3,1818 3,0941 26
27 7,6767 5,4881 4,6009 4,1056 3,7848 3,5580 3,3882 3,2558 3,1494 3,0618 27
28 7,6356 5,4529 4,5681 4,0740 3,7539 3,5276 3,3581 3,2259 3,1195 3,0320 28
29 7,5977 5,4204 4,5378 4,0449 3,7254 3,4995 3,3303 3,1982 3,0920 3,0045 29
30 7,5625 5,3903 4,5097 4,0179 3,6990 3,4735 3,3045 3,1726 3,0665 2,9791 30
35 7,4191 5,2679 4,3957 3,9082 3,5919 3,3679 3,2000 3,0687 2,9630 2,8758 35
40 7,3141 5,1785 4,3126 3,8283 3,5138 3,2910 3,1238 2,9930 2,8876 2,8005 40
45 7,2339 5,1103 4,2492 3,7674 3,4544 3,2325 3,0658 2,9353 2,8301 2,7432 45
50 7,1706 5,0566 4,1993 3,7195 3,4077 3,1864 3,0202 2,8900 2,7850 2,6981 50
100 6,8953 4,8239 3,9837 3,5127 3,2059 2,9877 2,8233 2,6943 2,5898 2,5033 100
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Tabela A5: Distribucao F de Fisher-Snedecor - P (F > ko1(gl num; gl denom)) =
0,01. (Continuecao)

gl num [
gl denom l 11 12 13 14 15 16 17 18 19 20 [

1 6.083,3 6.106,3 6.125,9 6.142,7 6.157,3 6.170,1 6.181,4 6.191,5 6.200,6 6.208,7 1
2 99,408 99,416 99,422 99,428 99,433 99,437 99,440 99,444 99,447 99,449 2
3 27,133 27,052 26,983 26,924 26,872 26,827 26,787 26,751 26,719 26,690 3
4 14,452 14,374 14,306 14,249 14,198 14,154 14,115 14,079 14,048 14,020 4
5 9,9626 9,8883 9,8248 9,7700 9,7222 9,6802 9,6429 9,6096 9,5797 9,5526 5
6 7,7896 7,7183 7,6575 7,6049 7,5590 7,5186 7,4827 7,4507 7,4219 7,3958 6
7 6,5382 6,4691 6,4100 6,3590 6,3143 6,2750 6,2401 6,2089 6,1808 6,1554 7
8 5,7343 5,6667 5,6089 5,5589 5,5151 5,4766 5,4423 5,4116 5,3840 5,3591 8
9 5,1779 5,1114 5,0545 5,0052 4,9621 4,9240 4,8902 4,8599 4,8327 4,8080 9
10 4,7715 4,7059 4,6496 4,6008 4,5581 4,5204 4,4869 4,4569 4,4299 4,4054 10
11 4,4624 4,3974 4,3416 4,2932 4,2509 4,2134 4,1801 4,1503 4,1234 4,0990 11
12 4,2198 4,1553 4,0999 4,0518 4,0096 3,9724 3,9392 3,9095 3,8827 3,8584 12
13 4,0245 3,9603 3,9052 3,8573 3,8154 3,7783 3,7452 3,7156 3,6888 3,6646 13
14 3,8640 3,8001 3,7452 3,6975 3,6557 3,6187 3,5857 3,5561 3,5294 3,5052 14
15 3,7299 3,6662 3,6115 3,5639 3,56222 3,4852 3,4523 3,4228 3,3961 3,3719 15
16 3,6162 3,6527 3,4981 3,4506 3,4089 3,3720 3,3391 3,3096 3,2829 3,2587 16
17 3,5185 3,4552 3,4007 3,3533 3,3117 3,2748 3,2419 3,2124 3,1857 3,1615 17
18 3,4338 3,3706 3,3162 3,2689 3,2273 3,1904 3,1575 3,1280 3,1013 3,0771 18
19 3,3596 3,2965 3,2422 3,1949 3,1533 3,1165 3,0836 3,0541 3,0274 3,0031 19
20 3,2941 3,2311 3,1769 3,1296 3,0880 3,0512 3,0183 2,9887 2,9620 2,9377 20
21 3,2359 3,1730 3,1187 3,0715 3,0300 2,9931 2,9602 2,9306 2,9039 2,8796 21
22 3,1837 3,1209 3,0667 3,0195 2,9779 2,9411 2,9082 2,8786 2,8518 2,8274 22
23 3,1368 3,0740 3,0199 2,9727 2,9311 2,8943 2,8613 2,8317 2,8049 2,7805 23
24 3,0944 3,0316 2,9775 2,9303 2,8887 2,8519 2,8189 2,7892 2,7624 2,7380 24
25 3,0558 2,9931 2,9389 2,8917 2,8502 2,8133 2,7803 2,7506 2,7238 2,6993 25
26 3,0205 2,9578 2,9038 2,8566 2,8150 2,7781 2,7451 2,7153 2,6885 2,6640 26
27 2,9882 2,9256 2,8715 2,8243 2,7827 2,7458 2,7127 2,6830 2,6561 2,6316 27
28 2,9585 2,8959 2,8418 2,7946 2,7530 2,7160 2,6830 2,6532 2,6263 2,6017 28
29 2,9311 2,8685 2,8144 2,7672 2,7256 2,6886 2,6555 2,6257 2,5987 2,5742 29
30 2,9057 2,8431 2,7890 2,7418 2,7002 2,6632 2,6301 2,6003 2,5732 2,5487 30
35 2,8026 2,7400 2,6859 2,6387 2,5970 2,5599 2,5266 2,4967 2,4695 2,4448 35
40 2,7274 2,6648 2,6107 2,5634 2,5216 2,4844 2,4511 2,4210 2,3937 2,3689 40
45 2,6701 2,6076 2,5534 2,5060 2,4642 2,4269 2,3935 2,3633 2,3359 2,3109 45
50 2,6250 2,5625 2,5083 2,4609 2,4190 2,3816 2,3481 2,3178 2,2903 2,2652 50
100 2,4302 2,3676 2,3132 2,2654 2,2230 2,1852 2,1511 2,1203 2,0923 2,0666 100
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Tabela A6: Distribucao F de Fisher-Snedecor - P (F > Bkos(gl num; gl denom)) =
0,05.

gl num [
gl denom | 1 2 3 4 5 6 7 8 9 10 |

1 161,45 199,50 215,71 224,58 230,16 233,99 236,77 238,88 240,54 241,88 1
2 18,513 19,000 19,164 19,247 19,296 19,330 19,353 19,371 19,385 19,396 2
3 10,128 9,56521 9,2766 9,1172 9,0135 8,9406 8,8867 8,8452 8,8123 8,7855 3
4 7,7086 6,9443 6,5914 6,3882 6,2561 6,1631 6,0942 6,0410 5,9988 5,9644 4
5 6,6079 5,7861 5,4095 5,1922 5,0503 4,9503 4,8759 4,8183 4,7725 4,7351 5
6 5,9874 5,1433 4,7571 4,5337 4,3874 4,2839 4,2067 4,1468 4,0990 4,0600 6
7 5,5914 4,7374 4,3468 4,1203 3,9715 3,8660 3,7870 3,7257 3,6767 3,6365 7
8 53177 4,4590 4,0662 3,8379 3,6875 3,5806 3,5005 3,4381 3,3881 3,3472 8
9 51174 4,2565 3,8625 3,6331 3,4817 3,3738 3,2927 3,2296 3,1789 3,1373 9
10 4,9646 4,1028 3,7083 3,4780 3,3258 3,2172 3,1355 3,0717 3,0204 2,9782 10
11 4,8443 3,9823 3,5874 3,3567 3,2039 3,0946 3,0123 2,9480 2,8962 2,8536 11
12 4,7472 3,8853 3,4903 3,2592 3,1059 2,9961 2,9134 2,8486 2,7964 2,7534 12
13 4,6672 3,8056 3,4105 3,1791 3,0254 2,9153 2,8321 2,7669 2,7144 2,6710 13
14 4,6001 3,7389 3,3439 3,1122 2,9582 2,8477 2,7642 2,6987 2,6458 2,6022 14
15 4,5431 3,6823 3,2874 3,0556 2,9013 2,7905 2,7066 2,6408 2,5876 2,5437 15
16 4,4940 3,6337 3,2389 3,0069 2,8524 2,7413 2,6572 2,5911 2,5377 2,4935 16
17 4,4513 3,5915 3,1968 2,9647 2,8100 2,6987 2,6143 2,5480 2,4943 2,4499 17
18 4,4139 3,5546 3,1599 2,9277 2,7729 2,6613 2,5767 2,5102 2,4563 2,4117 18
19 4,3807 3,5219 3,1274 2,8951 2,7401 2,6283 2,5435 2,4768 2,4227 2,3779 19
20 4,3512 3,4928 3,0984 2,8661 2,7109 2,5990 2,5140 2,4471 2,3928 2,3479 20
21 4,3248 3,4668 3,0725 2,8401 2,6848 2,5727 2,4876 2,4205 2,3660 2,3210 21
22 4,3009 3,4434 3,0491 2,8167 2,6613 2,5491 2,4638 2,3965 2,3419 2,2967 22
23 4,2793 3,4221 3,0280 2,7955 2,6400 2,5277 2,4422 2,3748 2,3201 2,2747 23
24 4,2597 3,4028 3,0088 2,7763 2,6207 2,5082 2,4226 2,3551 2,3002 2,2547 24
25 4,2417 3,3852 2,9912 2,7587 2,6030 2,4904 2,4047 2,3371 2,2821 2,2365 25
26 4,2252 3,3690 2,9752 2,7426 2,5868 2,4741 2,3883 2,3205 2,2655 2,2197 26
27 4,2100 3,3541 2,9604 2,7278 2,5719 2,4591 2,3732 2,3053 2,2501 2,2043 27
28 4,1960 3,3404 2,9467 2,7141 2,5581 2,4453 2,3593 2,2913 2,2360 2,1900 28
29 4,1830 3,3277 2,9340 2,7014 2,5454 2,4324 2,3463 2,2783 2,2229 2,1768 29
30 4,1709 3,3158 2,9223 2,6896 2,5336 2,4205 2,3343 2,2662 2,2107 2,1646 30
35 4,1213 3,2674 2,8742 2,6415 2,4851 2,3718 2,2852 2,2167 2,1608 2,1143 35
40 4,0847 3,2317 2,8387 2,6060 2,4495 2,3359 2,2490 2,1802 2,1240 2,0772 40
45 4,0566 3,2043 2,8115 2,5787 2,4221 2,3083 2,2212 2,1521 2,0958 2,0487 45
50 4,0343 3,1826 2,7900 2,5572 2,4004 2,2864 2,1992 2,1299 2,0734 2,0261 50
100 3,9361 3,0873 2,6955 2,4626 2,3053 2,1906 2,1025 2,0323 1,9748 1,9267 100
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Tabela A7: Distribucao F de Fisher-Snedecor - P (F > Bkos(gl num; gl denom)) =
0,05. (Continuecao)

gl num [
gl denom l 11 12 13 14 15 16 17 18 19 20 [

1 242,98 243,91 244,69 245,36 245,95 246,46 246,92 247,32 247,69 248,01 1
2 19,405 19,413 19,419 19,424 19,429 19,433 19,437 19,440 19,443 19,446 2
3 8,7633 8,7446 8,7287 8,7149 8,7029 8,6923 8,6829 8,6745 8,6670 8,6602 3
4 5,9358 59117 5,8911 5,8733 5,8578 5,8441 5,8320 5,8211 5,8114 5,8025 4
5 4,7040 4,6777 4,6552 4,6358 4,6188 4,6038 4,5904 4,5785 4,5678 4,5581 5
6 4,0274 3,9999 3,9764 3,9559 3,9381 3,9223 3,9083 3,8957 3,8844 3,8742 6
7 3,6030 3,5747 3,5503 3,5292 3,5107 3,4944 3,4799 3,4669 3,4551 3,4445 7
8 3,3130 3,2839 3,2590 3,2374 3,2184 3,2016 3,1867 3,1733 3,1613 3,1503 8
9 3,1025 3,0729 3,0475 3,0255 3,0061 2,9890 2,9737 2,9600 2,9477 2,9365 9
10 2,9430 2,9130 2,8872 2,8647 2,8450 2,8276 2,8120 2,7980 2,7854 2,7740 10
11 2,8179 2,7876 2,7614 2,7386 2,7186 2,7009 2,6851 2,6709 2,6581 2,6464 11
12 2,7173 2,6866 2,6602 2,6371 2,6169 2,5989 2,5828 2,5684 2,5554 2,5436 12
13 2,6347 2,6037 2,5769 2,5536 2,5331 2,5149 2,4987 2,4841 2,4709 2,4589 13
14 2,5655 2,5342 2,5073 2,4837 2,4630 2,4446 2,4282 2,4134 2,4000 2,3879 14
15 2,5068 2,4753 2,4481 2,4244 2,4034 2,3849 2,3683 2,3533 2,3398 2,3275 15
16 2,4564 2,4247 2,3973 2,3733 2,3522 2,3335 2,3167 2,3016 2,2880 2,2756 16
17 2,4126 2,3807 2,3531 2,3290 2,3077 2,2888 2,2719 2,2567 2,2429 2,2304 17
18 2,3742 2,3421 2,3143 2,2900 2,2686 2,2496 2,2325 2,2172 2,2033 2,1906 18
19 2,3402 2,3080 2,2800 2,2556 2,2341 2,2149 2,1977 2,1823 2,1683 2,1555 19
20 2,3100 2,2776 2,2495 2,2250 2,2033 2,1840 2,1667 2,1511 2,1370 2,1242 20
21 2,2829 2,2504 2,2222 2,1975 2,1757 2,1563 2,1389 2,1232 2,1090 2,0960 21
22 2,2585 2,2258 2,1975 2,1727 2,1508 2,1313 2,1138 2,0980 2,0837 2,0707 22
23 2,2364 2,2036 2,1752 2,1502 2,1282 2,1086 2,0910 2,0751 2,0608 2,0476 23
24 2,2163 2,1834 2,1548 2,1298 2,1077 2,0880 2,0703 2,0543 2,0399 2,0267 24
25 2,1979 2,1649 2,1362 2,1111 2,0889 2,0691 2,0513 2,0353 2,0207 2,0075 25
26 2,1811 2,1479 2,1192 2,0939 2,0716 2,0518 2,0339 2,0178 2,0032 1,9898 26
27 2,1655 2,1323 2,1035 2,0781 2,0558 2,0358 2,0179 2,0017 1,9870 1,9736 27
28 2,1512 2,1179 2,0889 2,0635 2,0411 2,0210 2,0030 1,9868 1,9720 1,9586 28
29 2,1379 2,1045 2,0755 2,0500 2,0275 2,0073 1,9893 1,9730 1,9581 1,9446 29
30 2,1256 2,0921 2,0630 2,0374 2,0148 1,9946 1,9765 1,9601 1,9452 1,9317 30
35 2,0750 2,0411 2,0117 1,9858 1,9629 1,9424 1,9240 1,9073 1,8922 1,8784 35
40 2,0376 2,0035 1,9738 1,9476 1,9245 1,9037 1,8851 1,8682 1,8529 1,8389 40
45 2,0088 1,9745 1,9446 1,9182 1,8949 1,8740 1,8551 1,8381 1,8226 1,8084 45
50 1,9861 1,9515 1,9214 1,8949 1,8714 1,8503 1,8313 1,8141 1,7985 1,7841 50
100 1,8857 1,8503 1,8193 1,7919 1,7675 1,7456 1,7259 1,7079 1,6915 1,6764 100
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Tabela A8: Distribucao F de Fisher-Snedecor - P (F > B10(gl num; gl denom)) =
0,10.

gl num [
gl denom | 1 2 3 4 5 6 7 8 9 10 |

1 39,863 49,500 53,593 55,833 57,240 58,204 58,906 59,439 59,858 60,195 1
2 8,5263 9,0000 9,1618 9,2434 9,2926 9,3255 9,3491 9,3668 9,3805 9,3916 2
3 5,5383 5,4624 5,3908 5,3426 5,3092 5,2847 5,2662 5,2517 5,2400 5,2304 3
4 4,5448 4,3246 4,1909 4,1072 4,0506 4,0097 3,9790 3,9549 3,9357 3,9199 4
5 4,0604 3,7797 3,6195 3,5202 3,4530 3,4045 3,3679 3,3393 3,3163 3,2974 5
6 3,7759 3,4633 3,2888 3,1808 3,1075 3,0546 3,0145 2,9830 2,9577 2,9369 6
7 3,5894 3,2574 3,0741 2,9605 2,8833 2,8274 2,7849 2,7516 2,7247 2,7025 7
8 3,4579 3,1131 2,9238 2,8064 2,7264 2,6683 2,6241 2,5893 2,5612 2,5380 8
9 3,3603 3,0065 2,8129 2,6927 2,6106 2,5509 2,5053 2,4694 2,4403 2,4163 9
10 3,2850 2,9245 2,7277 2,6053 2,5216 2,4606 2,4140 2,3772 2,3473 2,3226 10
11 3,2252 2,8595 2,6602 2,5362 2,4512 2,3891 2,3416 2,3040 2,2735 2,2482 11
12 3,1765 2,8068 2,6055 2,4801 2,3940 2,3310 2,2828 2,2446 2,2135 2,1878 12
13 3,1362 2,7632 2,5603 2,4337 2,3467 2,2830 2,2341 2,1953 2,1638 2,1376 13
14 3,1022 2,7265 2,5222 2,3947 2,3069 2,2426 2,1931 2,1539 2,1220 2,0954 14
15 3,0732 2,6952 2,4898 2,3614 2,2730 2,2081 2,1582 2,1185 2,0862 2,0593 15
16 3,0481 2,6682 2,4618 2,3327 2,2438 2,1783 2,1280 2,0880 2,0553 2,0281 16
17 | 30262 2,6446 24374 23077 22183 2,524  2,1017  2,0613  2,0284  2,0009 17
18 3,0070 2,6239 2,4160 2,2858 2,1958 2,1296 2,0785 2,0379 2,0047 1,9770 18
19 2,9899 2,6056 2,3970 2,2663 2,1760 2,1094 2,0580 2,0171 1,9836 1,9557 19
20 2,9747 2,5893 2,3801 2,2489 2,1582 2,0913 2,0397 1,9985 1,9649 1,9367 20
21 2,9610 2,5746 2,3649 2,2333 2,1423 2,0751 2,0233 1,9819 1,9480 1,9197 21
22 2,9486 2,5613 2,3512 2,2193 2,1279 2,0605 2,0084 1,9668 1,9327 1,9043 22
23 2,9374 2,5493 2,3387 2,2065 2,1149 2,0472 1,9949 1,9531 1,9189 1,8903 23
24 2,9271 2,5383 2,3274 2,1949 2,1030 2,0351 1,9826 1,9407 1,9063 1,8775 24
25 2,9177 2,5283 2,3170 2,1842 2,0922 2,0241 1,9714 1,9292 1,8947 1,8658 25
26 2,9091 2,5191 2,3075 2,1745 2,0822 2,0139 1,9610 1,9188 1,8841 1,8550 26
27 2,9012 2,5106 2,2987 2,1655 2,0730 2,0045 1,9515 1,9091 1,8743 1,8451 27
28 2,8938 2,5028 2,2906 2,1571 2,0645 1,9959 1,9427 1,9001 1,8652 1,8359 28
29 2,8870 2,4955 2,2831 2,1494 2,0566 1,9878 1,9345 1,8918 1,8568 1,8274 29
30 2,8807 2,4887 2,2761 2,1422 2,0492 1,9803 1,9269 1,8841 1,8490 1,8195 30
35 2,8547 2,4609 2,2474 2,1128 2,0191 1,9496 1,8957 1,8524 1,8168 1,7869 35
40 2,8354 2,4404 2,2261 2,0909 1,9968 1,9269 1,8725 1,8289 1,7929 1,7627 40
45 2,8205 2,4245 2,2097 2,0742 1,9796 1,9094 1,8547 1,8107 1,7745 1,7440 45
50 2,8087 2,4120 2,1967 2,0608 1,9660 1,8954 1,8405 1,7963 1,7598 1,7291 50
100 2,7564 2,3564 2,1394 2,0019 1,9057 1,8339 1,7778 1,7324 1,6949 1,6632 100
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Tabela A9: Distribucao F de Fisher-Snedecor - P(F > B10(gl num; gl denom)) =
0,10. (Continuecao)

gl num [
gl denom l 11 12 13 14 15 16 17 18 19 20 [

1 60,4727 60,7052 60,9028 61,0727 61,2203 61,3499 61,4644 61,5664 61,6579 61,7403 1
2 9,4006 9,4081 9,4145 9,4200 9,4247 9,4289 9,4325 9,4358 9,4387 9,4413 2
3 5,2224 5,2156 5,2098 5,2047 5,2003 5,1964 5,1929 5,1898 5,1870 5,1845 3
4 3,9067 3,8955 3,8859 3,8776 3,8704 3,8639 3,8582 3,8531 3,8485 3,8443 4
5 3,2816 3,2682 3,2567 3,2468 3,2380 3,2303 3,2234 3,2172 3,2117 3,2067 5
6 2,9195 2,9047 2,8920 2,8809 2,8712 2,8626 2,8550 2,8481 2,8419 2,8363 6
7 2,6839 2,6681 2,6545 2,6426 2,6322 2,6230 2,6148 2,6074 2,6008 2,5947 7
8 2,5186 2,5020 2,4876 2,4752 2,4642 2,4545 2,4458 2,4380 2,4310 2,4246 8
9 2,3961 2,3789 2,3640 2,3510 2,3396 2,3295 2,3205 2,3123 2,3050 2,2983 9
10 2,3018 2,2841 2,2687 2,2553 2,2435 2,2330 2,2237 2,2153 2,2077 2,2007 10
11 2,2269 2,2087 2,1930 2,1792 2,1671 2,1563 2,1467 2,1380 2,1302 2,1230 11
12 2,1660 2,1474 2,1313 2,1173 2,1049 2,0938 2,0839 2,0750 2,0670 2,0597 12
13 2,1155 2,0966 2,0802 2,0658 2,0532 2,0419 2,0318 2,0227 2,0145 2,0070 13
14 2,0729 2,0537 2,0370 2,0224 2,0095 1,9981 1,9878 1,9785 1,9701 1,9625 14
15 2,0366 2,0171 2,0001 1,9853 1,9722 1,9605 1,9501 1,9407 1,9321 1,9243 15
16 2,0051 1,9854 1,9682 1,9532 1,9399 1,9281 1,9175 1,9079 1,8992 1,8913 16
17 1,9777 1,9577 1,9404 1,9252 1,9117 1,8997 1,8889 1,8792 1,8704 1,8624 17
18 1,9535 1,9333 1,9158 1,9004 1,8868 1,8747 1,8638 1,8539 1,8450 1,8368 18
19 1,9321 1,9117 1,8940 1,8785 1,8647 1,8524 1,8414 1,8314 1,8224 1,8142 19
20 1,9129 1,8924 1,8745 1,8588 1,8449 1,8325 1,8214 1,8113 1,8022 1,7938 20
21 1,8956 1,8750 1,8570 1,8412 1,8271 1,8146 1,8034 1,7932 1,7840 1,7756 21
22 1,8801 1,8593 1,8411 1,8252 1,8111 1,7984 1,7871 1,7768 1,7675 1,7590 22
23 1,8659 1,8450 1,8267 1,8107 1,7964 1,7837 1,7723 1,7619 1,7525 1,7439 23
24 1,8530 1,8319 1,8136 1,7974 1,7831 1,7703 1,7587 1,7483 1,7388 1,7302 24
25 1,8412 1,8200 1,8015 1,7853 1,7708 1,7579 1,7463 1,7358 1,7263 1,7175 25
26 1,8303 1,8090 1,7904 1,7741 1,7596 1,7466 1,7349 1,7243 1,7147 1,7059 26
27 1,8203 1,7989 1,7802 1,7638 1,7492 1,7361 1,7243 1,7137 1,7040 1,6951 27
28 1,8110 1,7895 1,7708 1,7542 1,7395 1,7264 1,7146 1,7039 1,6941 1,6852 28
29 1,8024 1,7808 1,7620 1,7454 1,7306 1,7174 1,7055 1,6947 1,6849 1,6759 29
30 1,7944 1,7727 1,7538 1,7371 1,7223 1,7090 1,6970 1,6862 1,6763 1,6673 30
35 1,7614 1,7394 1,7201 1,7031 1,6880 1,6744 1,6622 1,6511 1,6410 1,6317 35
40 1,7369 1,7146 1,6950 1,6778 1,6624 1,6486 1,6362 1,6249 1,6146 1,6052 40
45 1,7180 1,6954 1,6757 1,6582 1,6426 1,6287 1,6161 1,6046 1,5941 1,5846 45
50 1,7029 1,6802 1,6602 1,6426 1,6269 1,6128 1,6000 1,5884 1,5778 1,5681 50
100 1,6360 1,6124 1,5916 1,5731 1,5566 1,5418 1,5283 1,5160 1,5047 1,4943 100
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Respostas dos exerccios propostos

Captulo 2

1.

a) 0,75

b) 0,65

c) 0,40

d) 0,4875

e) 0,90

f) 0,2352941

2. Como P(AjB)=1=2=P(A), entao A e B sao dois eventos independentes.

3.

a) 0,3413447

> # (bdigo em R:

> pnorm(104, mean=100, sd=4) - pnorm(100, mean=100, sd=4)
[1] 0.3413447

> # ou de forma equivalente:

> pnorm(1, mean=0, sd=1) - pnorm(0, mean=0, sd=1)

[1] 0.3413447

b) 0,5328072

> # (bdigo em R:

> pnorm(102, mean=100, sd=4) - pnorm(96, mean=100, sd=4)
[1] 0.5328072

> # ou de forma equivalente:

> pnorm(0.5, mean=0, sd=1) - pnorm(-1, mean=0, sd=1)

[1] 0.5328072

c) 0,1586553

> # digo em R:

> 1 - pnorm(104, mean=100, sd=4)
[1] 0.1586553

> # ou de forma equivalente:

> 1 - pnorm(1, mean=0, sd=1)

[1] 0.1586553

d) 6,579415
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e)

> # digo em R:

> gnorm(0.95, mean=100, sd=4) - 100
[1] 6.579415

> # ou de forma equivalente:

> gnorm(0.95, mean=0, sd=1) * 4

[1] 6.579415

0,3852826

> # (bdigo em R:

> pnorm(96, mean=100, sd=4) + (1 - pnorm(103, mean=100, sd=4))
[1] 0.3852826

> # ou de forma equivalente:

> pnorm(-1, mean=0, sd=1) + (1 - pnorm(0.75, mean=0, sd=1))

[1] 0.3852826

f) 0,04550026

)

a)
b)

> # (bdigo em R:

> (1 - pnorm(108, mean=100, sd=4)) + pnorm(92, mean=100, sd=4)
[1] 0.04550026

> # ou de forma equivalente:

> (1 - pnorm(2, mean=0, sd=1)) + pnorm(-2, mean=0, sd=1)

[1] 0.04550026

0,5

> # digo em R:

> pnorm(100, mean=100, sd=4)
[1] 0.5

> # ou de forma equivalente:
> pnorm(0, mean=0, sd=1)

[1] 0.5

c=0,15
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> # digo em R:

> require(RecmdrMisc) # carregar pacote

> x <- 05

> plotDistr(x, p=c(0.30,0.40,0.15,0.10,0.04,0.01), xlab="x", ylab="P(X
=x)", discrete=TRUE)

c)
sex<0

0,30, se0 x<1
0,70, sel x<2
0,85 se2 x<3
0,95, se3 x<4
0,99, se4d4 x<5
1, sex 5

F(x) =

" R/ NN/ 00
o

> # (bdigo em R:

> require(RcmdrMisc) # carregar pacote

> x <- 05

> plotDistr(x, p=c(0.30,0.70,0.85,0.90,0.99,1.00), xlab="x", ylab="F(x
)", ylim=c(0,1), discrete=TRUE, cdf=TRUE)

d) P(X 2)=0,85P(1 X<4)=0,65eP(1 X 3jX>0)=13=14
e) E(X)=1,21e Var(X) = 1,3259

> # (bdigo em R:

> x <- 05

> p <- ¢(0.30,0.40,0.15,0.10,0.04,0.01)
> sum(x*p) # E(X)

[1] 1.22

> sum(x"2*p) - sum(x*p)*2 # Var(X)
[1] 1.3259

f) EQ2+X)=3,21 e Var(5X) = 33,1475.

5. Basta mostrar, por exemplo, que P(X >x+kjX>x)=P(X>k)=e k
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6. a) 0,03097408

> # digo em R:

> pnorm(270, mean=550, sd=150)

[1] 0.03097408

> # ou de forma equivalente:

> pnorm((270-550)/150, mean=0, sd=1)
[1] 0.03097408

b) 242 dias

> # (bdigo em R:
> gnorm(0.02, mean=550, sd=150)
[1] 241.9377
> # ou de forma equivalente:
> gnorm(0.02, mean=0, sd=1) * 150 + 550
[1] 241.9377
c) Cerca de 31 baterias
7. a) 0,8646647

> # (bdigo em R:
> 1 - dpois(0, lambda=2)
[1] 0.8646647

b) 0,9992103

> # digo em R:
> 1 - pbinom(4, size=10, prob=0.8646647)
[1] 0.9992103

¢) Binomial

Captulo 3

1. a) Qualitativa nominal
b) Qualitativa ordinal
¢) Quantitativa discreta
d) Qualitativa nominal
e) Quantitativa contnua
f) Quantitativa discreta
g) Qualitativa ordinal

h) Quantitativa contnua

# (bdigo em R:

fatias<-c(32,63,5)
nomes<-c("Favoaveis","Contarios","Indiferentes")
pct<-round(fatias/sum(fatias)*100,1)
nomes<-paste(nomes,pct); nomes<-paste(nomes,"%",sep="")

pie(fatias, col=c("blue”,"red","yellow"), labels=nomes, main="Opiniao")

V V.V V V V

262



3. a) X=862,375; Me = 849,5; A =789; s = 200,3091.

> # digo em R:

> x<-c(961,773,604,987,660,961,733,926,627,802,814,1093,682,885,
897,1393)

> mean(x) # furcao predefinida do R

[1] 862.375

> mediana(x)

[1] 849.5

> amplitude(x)

[1] 789

> sd(x) # furcao predefinida do R

[1] 200.3091

b)

> boxplot(x, main="", ylab="Peso (g)")
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4. Observa-se, por exemplo, que a maioria das mulheres entrevistadas nao torce para henhum
time, enquanto que a maioria dos homens entrevistados torce para o Corinthians. Aem
disso, nota-se que a maioria dos torcedores de Corinthians e Sao Pauloe do sexo feminino.

> # bdigo em R:

> torcida<-matrix(c(130,160,93,54,54,76,54,29,19,16,16,2,105,215)/1023,
nrow=2, ncol=7)

> barplot(torcida, col=c("blue","green"), ylim=c(0,0.3), names=c("
Corinthians","Palmeiras","Sao Paulo","Santos","Flamengo","Outros","
Nenhum"), ylab="Frequéncia relativa”, legend=c("Masculino","Feminino"),
beside=TRUE, cex.names=1.1)

5. Existe maior variabilidade na distribucao dos pesos desses indivduos (Chso = 18,36328%
e CVa|[ura = 6,991695%).

> # digo em R:

> peso<-c(59,80,56,67,70,47,84,86,69,64)

> cvamo(peso)

[1] 18.36328

> altura<-c(170,177,196,175,195,173,174,158,171,162)
> cvamo(altura)

[1] 6.991695

6. a) Escola A: X = 19,2; Me = 16,5, Mo = 14; A = 27, Q | = 14; Q3 = 23,25;
s? =72,62222; s = 8,521867; CV = 44;38473%.
Escola B: X = 17,2; Me = 14; Mo = 10; A = 33; Q ; = 11,25; Qs
s? = 99,06667; s = 9,953224; CV =57;86758%.
Escola C: X =18,7; Me = 15,5; Mo =\Amodal"; A=31; Q ; =10,50; Q3 = 25,25;
s? =117,3444; s = 10,83256; CV =57;92815%.

# bdigo em R:
A<-c(16,10,12,17,14,18,25,37,29,14)
B<-c(13,12,17,43,18,10,23,15,10,11)
C<-c(12,17,15,16,10,28,39,33,8,9)

summary(A) # furcao predefinida do R

Min. 1st Qu. Median Mean 3rd Qu. Max.

17,75;

V V. V V V

264



10.00 14.00 16.50 19.20 23.25 37.00
> moda(A); amplitude(A); var(A); sd(A); cvamo(A)
$moda
[1] 14

[1] 27
[1] 72.62222
[1] 8.521867
[1] 44.38473
> summary(B) # furcao predefinida do R
Min. 1st Qu. Median Mean 3rd Qu. Max.
10.00 11.25 14.00 17.20 17.75 43.00
> moda(B); amplitude(B); var(B); sd(B); cvamo(B)
$moda
[1] 10

[1] 33
[1] 99.06667
[1] 9.953224
[1] 57.86758
> summary(C) # furcao predefinida do R
Min. 1st Qu. Median Mean 3rd Qu. Max.
8.00 1050 1550 18.70 25.25 39.00
> moda(C); amplitude(C); var(C); sd(C); cvamo(C)
([111
[1] "Amodal"

[1] 31
[1] 117.3444
[1] 10.83256
[1] 57.92815

b) Observa-se, por exemplo, que as distribucees sao todas assinetricas a direita (as
medianas estao mais poximas de @do que de Q). A escola C apresenta variabilidade
(tamanho da caixa) maior do que as demais. Existe um outlier superior (ou positivo)
na amostra da escola B.
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c)

a)

> escola<-c(rep("A",10),rep("B",10),rep("C",10))

> numero<-c(A,B,C)

>

> boxplot(numero ~ escola, col=c("blue","green","red"), main="", xlab="
Escola", ylab="Numero de alunos evadidos", names=c("A","B","C"))

O rumero nedio (e mediano) de alunos evadidose ligeiramente maior para a escola
A.

> # (bdigo em R:

> barplot(c(18,42,78,115,178,107,88,52,30,12), xlab="Idade (anos)",
ylab="Frequéncia", names.arg=c("15 |- 20","20 |- 25","25 |- 30","
30 |- 35","35 |- 40","40 |- 45""45 |- 50","50 |- 55","55 |- 60""
60 |- 65"), beside=T, space=0, ylim=c(0,200))
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b)

= 38,54167; Me = 38,00562; Moy, = 37,5; Mo = 37,35075; Q; = 31,82609;

45,11364; By = 30,26087; Dg = 40,04673; Pys = 34,95652; Rz = 48,38636;
96,13715; = 9,804956.

> m<-seq(17.5,62.5,5)

> f<-¢(18,42,78,115,178,107,88,52,30,12)

> mediafreq(m,f)

[1] 38.54167

> medianafreq(m,f)

[1] 38.00562

> modafreq(m,f)

[1] 375

> modaCzuber(m,f)

[1] 37.35075

> varfregpop(m,f)

[1] 96.13715

> sqrt(varfreqpop(m,f))

[1] 9.804956

> quartilfreq(m,f)

[1] 31.82609 38.00562 45.11364 65.00000
> decilfreq(m,f)

[1] 25.76923 30.26087 33.39130 35.98315 38.00562 40.04673
[7] 43.41121 47.15909 52.11538 65.00000
> percentilfreq(m,f,35)

[1] 34.95652

> percentilfreq(m,f,83)

[1] 48.38636

Captulo 4

1. a)

b) Resultados das k = 10 amostras possveis de tamanho n = 3 (sem reposcao):

<)
d)

k= g =10 amostras possveis

> # (bdigo em R:
> choose(5,3)
[1] 10

Amostra Dados X
10 12 14 12
10 12 16 | 38=3
10 12 18 | 40=3
10 14 16 | 40=3
10 14 18 14
10 16 18 | 44=3
12 14 16 14
12 14 18 | 44=3
12 16 18 | 46=3
14 16 18 16

=

© oo ~NOODWwWN

-
o

1

X =
2=8e 2=4=3(=8=3 (5 3)=(5 1)= 2zn (N n)=(N 1))
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2. Resultados das k = 5 = 125 amostras possveis de tamanho n = 3 (com repostcao):

4.

Amostra Dados X Amostra Dados X Amostra Dados X
1 10 10 10 10 46 12 18 10 40=3 91 16 16 10 14
2 10 10 12 32=3 47 12 18 12 14 92 16 16 12 44=3
3 10 10 14 34=3 48 12 18 14 44=3 93 16 16 14 46=3
4 10 10 16 12 49 12 18 16 46=3 94 16 16 16 16
5 10 10 18 38=3 50 12 18 18 16 95 16 16 18 50=3
6 10 12 10 32=3 51 14 10 10 34=3 96 16 18 10 44=3
7 10 12 12 34=3 52 14 10 12 12 97 16 18 12 46=3
8 10 12 14 12 53 14 10 14 38=3 98 16 18 14 16
9 10 12 16 38=3 54 14 10 16 40=3 99 16 18 16 50=3
10 10 12 18 40=3 55 14 10 18 14 100 16 18 18 52=3
11 10 14 10 34=3 56 14 12 10 12 101 18 10 10 38=3
12 10 14 12 12 57 14 12 12 38=3 102 18 10 12 40=3
13 10 14 14 38=3 58 14 12 14 40=3 103 18 10 14 14
14 10 14 16 40=3 59 14 12 16 14 104 18 10 16 44=3
15 10 14 18 14 60 14 12 18 44=3 105 18 10 18 46=3
16 10 16 10 12 61 14 14 10 38=3 106 18 12 10 40=3
17 10 16 12 38=3 62 14 14 12 40=3 107 18 12 12 14
18 10 16 14 40=3 63 14 14 14 14 108 18 12 14 44=3
19 10 16 16 14 64 14 14 16 44=3 109 18 12 16 46=3
20 10 16 18 44=3 65 14 14 18 46=3 110 18 12 18 16
21 10 18 10 38=3 66 14 16 10 40=3 111 18 14 10 14
22 10 18 12 40=3 67 14 16 12 14 112 18 14 12 44=3
23 10 18 14 14 68 14 16 14 44=3 113 18 14 14 46=3
24 10 18 16 44=3 69 14 16 16 46=3 114 18 14 16 16
25 10 18 18 46=3 70 14 16 18 16 115 18 14 18 50=3
26 12 10 10 32=3 71 14 18 10 14 116 18 16 10 44=3
27 12 10 12 34=3 72 14 18 12 44=3 117 18 16 12 46=3
28 12 10 14 12 73 14 18 14 46=3 118 18 16 14 16
29 12 10 16 38=3 74 14 18 16 16 119 18 16 16 50=3
30 12 10 18 40=3 75 14 18 18 50=3 120 18 16 18 52=3
31 12 12 10 34=3 76 16 10 10 12 121 18 18 10 46=3
32 12 12 12 12 7 16 10 12 38=3 122 18 18 12 16
33 12 12 14 38=3 78 16 10 14 40=3 123 18 18 14 50=3
34 12 12 16 40=3 79 16 10 16 14 124 18 18 16 52=3
35 12 12 18 14 80 16 10 18 44=3 125 18 18 18 18
36 12 14 10 12 81 16 12 10 38=3
37 12 14 12 38=3 82 16 12 12 40=3
38 12 14 14 40=3 83 16 12 14 14
39 12 14 16 14 84 16 12 16 44=3
40 12 14 18 44=3 85 16 12 18 46=3
41 12 16 10 38=3 86 16 14 10 40=3
42 12 16 12 40=3 87 16 14 12 14
43 12 16 14 14 88 16 14 14 44=3
44 12 16 16 44=3 89 16 14 16 46=3
45 12 16 18 46=3 90 16 14 18 16

Tem-se que:X =14 = e
0,05112421

> # bdigo em R:

> pnorm(9, mean=9.95, sd=3.90/sqrt(45))

[1] 0.05112421

> # ou de forma equivalente:

> pnorm((9-9.95)/(3.90/sqrt(45)), mean=0, sd=1)
[1] 0.05112421

a) 0,02198004
# bdigo em R:

x.barra <- mean(x)

s <- sd(x)

n <- length(x)
pt((27-x.barra)/(s/sqrt(n)), df=n-1)
[1] 0.02198004

V V.V V V V

b) 0,01710283
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> # digo em R:
> 1 - pt((28.5-x.barra)/(s/sqrt(n)), df=n-1)
[1] 0.01710283

5. a) 0,2304974

> # digo em R:

> 1 - pnorm(0.10, mean=0.08, sd=sqrt(0.08*0.92/100))

[1] 0.2304974

> # ou de forma equivalente:

> 1 - pnorm((0.10-0.08)/sqrt(0.08*0.92/100), mean=0, sd=1)
[1] 0.2304974

b) 0,2875778

> # digo em R:

> pnorm(0.09, mean=0.08, sd=sqrt(0.08*0.92/100)) - pnorm(0.07, mean
=0.08, sd=sqrt(0.08*0.92/100))

[1] 0.2875778

> # ou de forma equivalente:

> pnorm((0.09-0.08)/sqrt(0.08*0.92/100), mean=0, sd=1) - pnorm
((0.07-0.08)/sqrt(0.08*0.92/100), mean=0, sd=1)

[1] 0.2875778

c) 0,07018433

> # (bdigo em R:

> pnorm(0.04, mean=0.08, sd=sqrt(0.08*0.92/100))

[1] 0.07018433

> # ou de forma equivalente:

> pnorm((0.04-0.08)/sqrt(0.08*0.92/100), mean=0, sd=1)
[1] 0.07018433

6. 0,8904014

> # digo em R:

> pnorm(160, mean=150, sd=6.25) - pnorm(140, mean=150, sd=6.25)
[1] 0.8904014

> # ou de forma equivalente:

> pnorm(1.6, mean=0, sd=1) - pnorm(-1.6, mean=0, sd=1)

[1] 0.8904014

7. 2,266956e-06

# (bdigo em R:

nA <- 16

n.B <- 16

s2.A <- 49

s2.B <- 25

s2.barra <- ((n.A-1)*s2.A+(n.B-1)*s2.B)/(n.A+n.B-2)
1 - pt(12/sgrt(s2.barra*(1/n.A+1/n.B)), df=n.A+n.B-2)
[1] 2.266956e-06

V V V V V VYV
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Captulo 5

1.

a)

b)

<)

IC[ ; 97,5%] = (2,08793; 2,31207) e IC[; 99%)] = (2,071209; 2,328791)

> # digo em R:

>n <- 16

> X.barra <- 2.2

> sigma <- 0.2

> alpha <- 0.025

> LI <- x.barra - gnorm(alpha/2, lower.tail=FALSE)*sigma/sqrt(n)
> LS <- x.barra + gnorm(alpha/2, lower.tail=FALSE)*sigma/sqrt(n)
> LI; LS

[1] 2.08793

[1] 2.31207

>

> alpha <- 0.01

> LI <- x.barra - gnorm(alpha/2, lower.tail=FALSE)*sigma/sqrt(n)
> LS <- x.barra + gnorm(alpha/2, lower.tail=FALSE)*sigma/sqrt(n)
> LI; LS

[1] 2.071209

[1] 2.328791

IC[; 97,5%] = (2,013259; 2,386741) e IC[ ; 99%] = (1,978997; 2,421003)

# (bdigo em R:

n <- 16

x.barra <- 2.2

s <- 0.3

alpha <- 0.025

LI <- x.barra - gt(alpha/2, df=n-1, lower.tail=FALSE)*s/sqrt(n)
LS <- x.barra + qgt(alpha/2, df=n-1, lower.tail=FALSE)*s/sqrt(n)
LI; LS

[1] 2.013259

[1] 2.386741

>

> alpha <- 0.01

> LI <- x.barra - gt(alpha/2, df=n-1, lower.tail=FALSE)*s/sqrt(n)
> LS <- x.barra + qgt(alpha/2, df=n-1, lower.tail=FALSE)*s/sqrt(n)
> LI; LS

[1] 1.978997

[1] 2.421003

V V.V V VYV YV YV

Os intervalos de con arca obtidos no item (b) ttm maior amplitude (ou comprimento)
do que os intervalos de con arca encontrados no item (a).

2. IC[p; 90%] = (0,2603026; 0,3066574)

> # digo em R:
> ICprop(290,1023,0.10)
[1] 0.2603026 0.3066574

3.

a)

p-valor = 0,656; logo, nao rejeitamos a hiptese de normalidade da varavel peso.
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> # digo em R:

> x <- ¢(107,95,85,108,89,107,93,105,87,97,98,115,90,102,103,103,108,
84,97,80,103,109,108,112,93,95,84,100,124,85)

> shapiro.test(x)

Shapiro-Wilk normality test

data: x
W = 0.97409, p-value = 0.656

b) b.1) IC[;95%] = (8,438061; 14,243238)

b)

> |Cdesvio(x,0.05)
[1] 8.438061 14.243238

b.2) IC[ 2;95%)] = (8,43806%; 14,243238) = (71,20087; 202,86983)
> |Cdesvio(x,0.05)"2
[1] 71.20087 202.86983
Ho: =0,03,H 5: >0,03; nao rejeitamos Hy ao nvel de signi cancia de 1%.

> # digo em R:

> x <- ¢(0.018,0.012,0.020,0.021,0.029,0.019,0.030,0.024)
> testeHipmedia(x,0.03,0.01,"maior",0.005)

[1] "Nao Rejeito HO"

Ho: =0,03,H 5: >0,03; nao rejeitamos Hy ao nvel de signi cancia de 1%.

> testeHipmedia(x,0.03,0.01,"maior"
[1] "Nao Rejeito HO"

5. Rejeitamos Hyp : p = 0,15 ao nvel de signi cancia de 10%.

6.

> # digo em R:
> testeHiprop(130,1023,0.15,0.10,"diferente")
[1] "Rejeito HO"

a)
b)

c)

a)

Ho: =0,01,H ;: >0,01

Erro Tipo I: rejeitar H o quando Hpe verdadeira, ou seja, concluir que o produto esha
fora da norma, quando na realidade est dentro dela. Erro Tipo Il: nao rejeitar H
quando Hge falsa, istoe, concluir que o produto est dentro da norma, quando na
realidade est fora dela.

Nao rejeitamos Hy ao nvel de signi cAncia de 2,5%.

> # (bdigo em R:
> testeHipvar(x,0.0172,0.025,"maior")
[1] "Nao Rejeito HO"

p-valor = 0,04550026; logo, rejeitamos H : = 30 ao nvel de signi cancia de 5%.

> # digo em R:
> pnorm(33, mean=30, sd=sqrt(225/100), lower.tail=FALSE)*2
[1] 0.04550026
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> # ou de forma equivalente:
> pnorm((33-30)/sqrt(225/100), mean=0, sd=1, lower.tail=FALSE)*2
[1] 0.04550026

b) p-valor = 0,427077; logo, nao rejeitamos K : =50 ao nvel de signi cancia de 5%.

> # (bdigo em R:
> pt((60-50)/sqrt(144/20), df=19, lower.tail=FALSE)
[1] 0.427077

c) p-valor = 0,01943355; logo, rejeitamos H : p = 0,25 ao nvel de signi cancia de 5%.

> # (bdigo em R:

> pnorm(0.21, mean=0.25, sd=sqrt(0.25*0.75/500))

[1] 0.01943355

> # ou de forma equivalente:

> pnorm((0.21-0.25)/sqrt(0.25*0.75/500), mean=0, sd=1)
[1] 0.01943355

d) p-valor = 0,5886633; logo, nao rejeitamos i : 2 = 100 ao nvel de signi cancia de
5%.

> # (bdigo em R:
> pchisq(44*87.5/100, df=44)*2
[1] 0.5886633

Captulo 6

1. Sim.

> # digo em R:

> x <- ¢(6.00,5.98,6.00,6.00,6.02,6.00,6.02,6.01,5.99,6.01)
>y <- ¢(5.96,5.98,5.97,5.99,6.00,6.00,5.95,6.00,5.98,6.01)
> testeHipdifvar(x,y,0.02,"diferente™)

[1] "Nao Rejeito HO"

> # ou alternativamente:

> var.test(x, y, alternative="two.sided", conf.level=0.98)

F test to compare two variances

data: x and y
F = 0.40988, num df = 9, denom df = 9, p-value = 0.2001
alternative hypothesis: true ratio of variances is not equal to 1
98 percent confidence interval:
0.07659762 2.19334061
sample estimates:
ratio of variances
0.4098837

2. a) p-valor = 0,01855227; logo, rejeitamos H ao nvel de signi cancia de 2%.
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> # digo em R:
> testemediasnp(x,y,0.02,"diferente")

(11
[1] "Rejeito HO"

$statistic
t
2.588237

$parameter
df
18

$p.value
[1] 0.01855227

$conf.int

[1] 0.0002632231 0.0377367769
attr(,"conf.level")

[1] 0.98

$estimate
mean of x mean of y
6.003 5.984

$null.value
difference in means
0

$stderr
[1] 0.007340905

$alternative
[1] "two.sided"

$method
[1] " Two Sample t-test"

$data.name
[1] "x and y

p-valor = 0,9907239; logo, nao rejeitamos K ao nvel de signi caAncia de 2%.

> testemediasnp(x,y,0.02,"menor")

([111
[1] "Nao Rejeito HO"

$statistic

t
2.588237
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$parameter
df
18

$p.value
[1] 0.9907239

$conf.int

[1] -Inf 0.03525059
attr(,"conf.level")

[1] 0.98

$estimate
mean of x mean of y
6.003 5.984

$null.value
difference in means
0

$stderr
[1] 0.007340905

$alternative
[1] "less"

$method
[1] " Two Sample t-test"

$data.name
[1] "x and y"

p-valor = 0,009276136; logo, rejeitamos K ao nvel de signi cancia de 2%.

> testemediasnp(x,y,0.02,"maior")

([11]
[1] "Rejeito HO"

$statistic
t
2.588237

$parameter
df
18

$p.value
[1] 0.009276136

$conf.int
[1] 0.002749414 Inf
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attr(,"conf.level")
[1] 0.98

$estimate
mean of x mean of y
6.003 5.984

$null.value
difference in means
0

$stderr
[1] 0.007340905

$alternative
[1] “greater”

$method
[1] " Two Sample t-test"

$data.name
[1] "x and y"

3. Considerando variancias iguais, tem-se: jTj = 3,088203 >#05(18) = 1,734064. Supondo
vari@ncias diferentes, tem-se: jTj = 3,2897 > 4 5(15,26343) = 1,751066. Logo, a 10% de
signi cancia, rejeita-se Hp: 1 = > em ambos os testes.

> # digo em R:

> nl<-9; n2<-11; s1<-9; s2<-36; x1<-7.3; x2<-14.1; delta<-0
> alpha<-0.10

> # Considerando vari@ncias iguais:

> S<-sgrt(((n1-1)*s1+(n2-1)*s2)/(n1+n2-2))

> T<-(x2-x1-delta)/(S*sqrt((1/n1)+(1/n2)))

> gl<-n1+n2-2

> tcritico<-qt(alpha/2, gl, lower.tail=FALSE)

> abs(T); tcritico

[1] 3.088203

[1] 1.734064

> # Considerando vari@ncias diferentes:
T<-(x2-x1-delta)/sqrt(s1/n1+s2/n2)

wil<-sl/nl

w2<-s2/n2
gl<-((w1+w2)"2)/(((w1”2)/(n1-1))+((w2"2)/(n2-1)))
teritico<-qt(alpha/2, gl, lower.tail=FALSE)
abs(T); tcritico

[1] 3.2897

[1] 1.751066

V V.V V V V

4. Como Feac = 3,24 > F (15,04 (0,975) = 2,437429, entao rejeitamos j: 3 = 3 ao nvel de
signi cancia de 5%, istoe, ha evidéncias de que as varincias das alturas dos homens das
duas localidades sejam diferentes. Como jTj = 2,680575 >25(11,94136) = 2,18, entao ha
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indcios de que os homens das duas localidades tenham alturas nedias diferentes, ao nvel
de signi cancia de 5%.

> # (bdigo em R:

> alpha=0.05

> # Testando igualdade x difererca entre as variancias:
> dx<-15

> dy<-24

> varx<-81

> vary<-25

> Fcalc<-varx/vary # estatstica Fcalc.

> criticol<-gf(1-alpha/2, dx, dy) # quantil da F(1-alpha/2)
> critico2<-gf(alpha/2, dx, dy) # quantil da F(alpha/2)
> Fcalc

[1] 3.24

> criticol

[1] 2.437429

> critico2

[1] 0.3702826

> # Testando igualdade x difererca entre as nedias:
> x1<-167; x2<-176; delta<-0

> sl<-varx; s2<-vary

> T<-(x2-x1-delta)/sgrt(sl/n1+s2/n2)

> wl<-sl/nl

> w2<-s2/n2

> gl<-((wl+w2)"2)/(((w1"2)/(n1-1))+((w2/2)/(n2-1)))
> teritico<-gt(alpha/2, gl, lower.tail=FALSE)

> abs(T); tcritico

[1] 2.680575

[1] 2.18

. Como p-valor = 5,119e-15 < 0,06, conclumos que a campanha regional surtiu efeito.

> # (bdigo em R:

> X <- ¢(267.2,293.7,250,310.8,315.2,191.8,290.6,279.5,330.6,227.3,273.8,
226.7,251.7,239.7,296.3,266.1,194.8,227.7,211.6,232.1,256.8,262.3,
262.1,266.8)

>y <- ¢(175.4,196.9,184.9,218.9,239.5,124.8,197.5,201.2,237.5,140.7,196.3,
177.4,163.6,173.4,166.7,233.4,124.1,126.7,180.3,175.9,186.2,190.3,
192.9,186.5)

> ttest(x, y, alternative="greater", paired=TRUE, conf.level=0.94)

Paired t-test

data: x and y

t = 17.367, df = 23, p-value = 5.119e-15

alternative hypothesis: true difference in means is greater than 0
94 percent confidence interval:

69.31907 Inf

sample estimates:

mean of the differences
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6.

a)

b)

c)

76.425

Sim (p-valor = 1,359e-05 < 0,01).

# bdigo em R:
X <- ¢(217,230,227,245,206,230,229)
y <- ¢(184,199,190,215,183,182,198)

V V. V V V

t.test(x, y, alternative="greater", paired=TRUE, conf.level=0.99)
Paired t-test

data: x and y
t = 11.41, df = 6, p-value = 1.359e-05
alternative hypothesis: true difference in means is greater than 0
99 percent confidence interval:
24.11784 Inf
sample estimates:
mean of the differences
33.28571

Nao (p-valor = 0,1515 > 0,01).

> t.test(x, y, alternative="greater", mu=30, paired=TRUE, conf.level
=0.99)

Paired t-test

data: x and y
t = 1.1263, df = 6, p-value = 0.1515
alternative hypothesis: true difference in means is greater than 30
99 percent confidence interval:
24.11784 Inf
sample estimates:
mean of the differences
33.28571

Sim, pois no P caso ( = 0), p-valor < 0,05; e no 2 ° caso ( = 30), p-valor > 0,05.
p-valor = 0,00817176; logo, rejeitamos H : 1 2 =10 ao nvel 5% de signi cancia.

> # (bdigo em R:
n<-20
d_barra<-13.5
s2d<-28.1
sd<-sgrt(s2d/n)
t<-(d_barra-10)/sd
t

[1] 2.952772

> pvalor<-pt(t, df=n-1,lower.tail=FALSE)*2
> pvalor

[1] 0.00817176

V V.V V V V
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b)

c)

p-valor = 0,1712394; logo, nao rejeitamos lj: 2 = 3 ao nvel 5% de signi cAncia.

> # (bdigo em R:

dx<-11

dy<-14

varx<-144

vary<-256

Fcalc<-varx/vary # estatstica Fcalc.
Fcalc

[1] 0.5625

> pvalor<-pf(Fcalc, dx, dy, lower.tail=TRUE)
> pvalor

[1] 0.1712394

V V. V V V V

p-valor = 0,3305299; logo, nao rejeitamos i: 2= 2 ao nvel 5% de signi cancia.
p-valor = 0,352015; logo, nao rejeitamos lJ: 1 2 =5 ao nvel 5% de signi cancia.

> # (bdigo em R:

nl<-10; n2<-10; s1<-100; s2<-196; x1<-27.5; x2<-20.4; delta<-5
# Testando igualdade x difererca entre as vari@ncias:
Fcalc<-s1/s2 # estatstica Fcalc.

pvalor<-pf(Fcalc, n1-1, n2-1, lower.tail=TRUE)*2
Fcalc; pvalor

[1] 0.5102041

[1] 0.3305299

> # Testando igualdade x difererca entre as medias:
S<-sgrt(((n1-1)*s1+(n2-1)*s2)/(n1+n2-2))
T<-(x1-x2-delta)/(S*sqrt((1/n1)+(1/n2)))

pvalor<-pt(T, nl+n2-2, lower.tail=FALSE)

T; pvalor

[1] 0.3859877

[1] 0.352015

vV V. V V V

vV V. V V

Captulo 7

1.

a)

# bdigo em R:

A<-c(51,56,69,77,69,48,41,81)
B<-c(80,86,101,111,101,76,67,115)
C<-¢(57,62,73,81,73,54,48,84)

D<-c(68,72,82,89,82,66,59,92)

E<-c(50,56,71,81,71,46,37,85)

dados<-c(A,B,C,D,E)

boxplot(A,B,C,D,E, names=c("A","B","C","D","E"), ylab="Preco (

milhares de reais)", col=c("darkblue","green","red","yellow","grey"

)
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b)

a)

A partir dos box plots apresentados na gura acima, observa-se que a variabilidade
dos precose praticamente a mesma para as cinco cidades consideradas. Aém disso,
nota-se que, em geral, os maiores precos foram observados para a cidade B.

p-valor = 0,001006 < 0,10; logo, rejeitamos H, : E; = 0 para todo i, i = A; B;C; D; E.
Ou seja, os dados apresentam evidéncias, a 10% de signi cancia, de que existe difererca
real entre os precos nedios dos terrenos das cinco cidades.

> dados<-c(A,B,C,D,E)

> cidade<-c(rep("A",length(A)),rep("B",length(B)),rep("C",length(C)),

rep("D",length(D)),rep("E",length(E)))
> mydata<-data.frame(cidade, dados)
> anova(lm(dados ~ cidade, mydata)) # ANOVA
Analysis of Variance Table

Response: dados

Df Sum Sq Mean Sq F value Pr(>F)
cidade 4 5285.1 1321.29 5.8707 0.001006 **
Residuals 35 7877.2 225.06

Signif. codes: 0 ** 0.001 **' 0.01 * 0.05 ".' 0.1 °

Sim, pois p-valor = 0,02439 < 0,05.

> # digo em R:

> A<-c(2.8,5.1,3.9,5.0,5.9,5.8)
> B<-c(2.2,5.4,4.1,2.3,2.5,1.2)
> C<-¢(5.5,5.2,4.7,4.5,4.6)

> dados<-c(A,B,C)

>

tratamento<-c(rep("A",length(A)),rep("'B",length(B)),rep("C",length(C

)

> mydata<-data.frame(tratamento, dados)

> anova(Im(dados ~ tratamento, mydata)) # ANOVA

Analysis of Variance Table
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Response: dados

Df Sum Sgq Mean Sq F value Pr(>F)
tratamento 2 13.611 6.8056 4.8986 0.02439 *
Residuals 14 19.450 1.3893

Signif. codes: 0 *** 0.001 ™** 0.01 * 0.05 ' 0.1 '1

b) Nao, pois p-valor = 0,02439 > 0,01. Logo, a 1% de signi cAncia, nao rejeitamos a
hiptese de igualdade entre as nedias dos tratamentos comparados.

3. (a) = 16; (b) = 65,3895; (c) = 45,88; (d) = 2,8675; (e) = 7,601221.

4. p-valor = 0,06581 > 0,02; logo, nao rejeitamos H : E; =0 para todo i, i = I;11;11I;IV. Ou
seja, nao ha evidéncias, a 2% de signi cancia, de que 0s pesos nedios diferem de um bando
para outro.

> # digo em R:

> |<-c(385,369,394,399,373,380,359,346,347,393)

> |I<-c(365,349,374,379,353,360,339,326,327,373)

> |ll<-c(374,359,383,388,363,370,350,337,338,382)

> |V<-c(364,349,373,378,353,360,340,327,328,372)

> dados<-c(l,I1111,1V)

> bando<-c(rep("I",length(l)),rep("ll",length(ll)),rep("llI",length(lIl)),
rep("1V",length(1V)))

> mydata<-data.frame(bando, dados)

> anova(Im(dados ~ bando, mydata)) # ANOVA

Analysis of Variance Table

Response: dados

Df Sum Sq Mean Sq F value Pr(>F)
bando 3 2760.1 920.03 2.6175 0.06581 .
Residuals 36 12653.8 351.49

Signif. codes: 0 *** 0.001 ™ 0.01 * 0.05 . 0.1 " '1

5. Apesar do pequeno desvio nas caudas (Normal Q-Q plot), nao rejeitamos a hiptese de
normalidade dos resduos, ao nvel 5% de signi caAncia (p-valor do teste de Lilliefors =
0,0612). Tamkem nao rejeitamos a hiptese de homocedasticidade dos resduos (p-valor do
teste de Levene = 0,9968).

6. a)
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Os box plots acima indicam que pode haver diferercas entre os nveis dos fatores, isto
e, entre fornecedor e maquina.

\

# bdigo em R:
f1<-c(6.01,6.00,6.02,6.02,6.00,6.01,5.99,5.98,5.98,6.02,5.99,5.99,
6.03,5.98,6.02,6.00,6.01,6.01,6.02,6.00)

> f2<-¢(5.89,5.91,5.89,5.90,5.88,5.90,5.91,5.90,5.89,5.89,6.02,6.01,
6.02,6.03,6.01,6.02,6.03,6.02,6.02,6.03)

> dados<-c(f1,f2)

> fornecedor<-c(rep("Fornecedor 1",length(f1)),rep("Fornecedor 2",
length(f2)))

> maquina<-c(rep("Maquina 1", 10),rep("Maquina 2",10),rep("Maquina 1"
,10),rep("Maquina 2",10))

> mydata<-data.frame(fornecedor, maquina, dados) # Cria o data frame

> par(mfrow=c(1,2))

> boxplot(dados ~ fornecedor, names=c("Fornecedor 1","Fornecedor 2"),
ylab="Di&metro (mm)", xlab="", col=c("darkblue”,"green"))

> boxplot(dados ~ maquina, names=c("Maquina 1","Maquina 2"), ylab="Di&

metro (mm)", xlab=""

\Y

, col=c("red","yellow™))

b) b.1) Sim (p-valor < 2,2e-16).
b.2) Sim (p-valor = 1,919e-13).
b.3) Sim (p-valor < 2,2e-16).

> anova(lm(dados ~ fornecedor*maquina, mydata)) # ANOVA
Analysis of Variance Table

Response: dados
Df Sum Sq Mean Sq F value Pr(>F)

fornecedor 1 0.020703 0.020703 128.72 1.919e-13 ***

maquina 1 0.040322 0.040322 250.71 < 2.2e-16 ***
fornecedor:maquina 1 0.037823 0.037823 235.17 < 2.2e-16 ***

Residuals 36 0.005790 0.000161

Signif. codes: 0 *** 0.001 ™ 0.01 * 0.05 ' 0.1 "1
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7. (@) = 2; (b) = 4; (c) = 10.683,72; (d) = 5.341,86; (e) = 19.559,36; (f) = 28,96782; (Q)
= 3,559544. A partir dos p-valores apresentados na tabela, considerando o nvel 1% de
signi cancia, conclumos que: (i) existe in uéncia do fator A no resultado obtido (p-valor =
0,0020); (ii) existe in uéncia do fator B no resultado obtido (p-valor = 1,91e-07); (iii) nao
ha evidéncias de interecao entre o fator A e o fator B (p-valor = 0,0186).

Captulo 8

1. (X1;Y1): r=-0,9782253
(X2;Y2) : r=0,04677649
(X3;Y3) 1 r=-0,2569002
(X4:Ys) : r=0,9707028

A partir dos resultados dos coe cientes de correlacao linear e dos diagramas de dispersao
construdos, temos indicativos de que: (i) existe alta correlacao linear negativa (ou inversa)
entre X; e Yp; (ii) a correlacao linear entre X, e Y, e muito fraca ou inexistente (valor de

r poximo de zero); (iii) a relacao entre X 3 e Yze nao linear (quadatica); (iv) existe alta
correlacao linear positiva (ou direta) entre X4 e Y;.

# (bdigo em R:

X1<-c(20,21,14,18,19,26)

Y1<-c(5,4,10,8,7,1)
X2<-c(1.5,1.2,-1.1,-0.6,1.6,1.0,-1.4,0.0,-0.1)
Y2<-c(11.2,6.3,16.3,17.1,11.8,14.7,1.8,13.6,10.5)
X3<-c(-1.74,0.27,-1.38,-0.86,0.42)

V V.V V V V
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Y3<-¢(3.28,0.54,0.33,-1.05,1.38)
X4<-c(-1.8,0.4,0.3,1.2,0.2,0.5,-0.6,-0.3,-0.7,0.1)
Y4<-¢(3.3,5.4,5.1,6.5,4.9,5.8,4.3,5.0,4.2,5.1)

# diagramas de dispersao:

par(mfrow=c(2,2))

plot(X1,Y1); plot(X2,Y2); plot(X3,Y3); plot(X4,Y4)
# coeficientes de correlacao linear de Pearson:
cor(X1,Y1); cor(X2,Y2); cor(X3,Y3); cor(X4,Y4)
[1] -0.9782253

[1] 0.04677649

[1] -0.2569002

[1] 0.9707028

V V V V V VYV

\%

. (X1;Y1) : p-valor = 0,000706; logo, rejeitamos H) : =0 ao nvel 5% de signi cAncia.

(X2;Y2) :  p-valor = 0,9049; logo, nao rejeitamos H : =0 ao nvel 5% de signi cancia.
(X3;Y3): p-valor = 0,6765; logo, nao rejeitamos K : =0 ao nvel 5% de signi cancia.
(X4;Ys) : p-valor = 3,111e-06; logo, rejeitamos H : =0 ao nvel 5% de signi cAncia.

> cor.test(X1,Y1)
Pearson's product-moment correlation

data: X1 and Y1
t = -9.4266, df = 4, p-value = 0.000706
alternative hypothesis: true correlation is not equal to 0
95 percent confidence interval:
-0.9977127 -0.8086163
sample estimates:
cor
-0.9782253

> cor.test(X2,Y2)
Pearson's product-moment correlation

data: X2 and Y2
t = 0.12389, df = 7, p-value = 0.9049
alternative hypothesis: true correlation is not equal to 0
95 percent confidence interval:
-0.6371381 0.6894793
sample estimates:
cor
0.04677649

> cor.test(X3,Y3)
Pearson's product-moment correlation
data: X3 and Y3

t = -0.46042, df = 3, p-value = 0.6765
alternative hypothesis: true correlation is not equal to 0
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95 percent confidence interval:
-0.9286777 0.8086504
sample estimates:

cor
-0.2569002

> cor.test(X4,Y4)
Pearson's product-moment correlation

data: X4 and Y4
t = 11.426, df = 8, p-value = 3.111e-06
alternative hypothesis: true correlation is not equal to O
95 percent confidence interval:
0.8772094 0.9932652
sample estimates:
cor
0.9707028

a) O diagrama de dispersao, logo abaixo, indica que ha uma relacao linear e positiva
(ou direta) entre as varaveis X (escolaridade do chefe de famlia) e Y (renda familiar
mensal).

\Y

# bdigo em R:

> X<-c¢(7,8,10,14,6,14,15,11,11,4,6,6,12,8,13,9,12,15,8,13,15,6,11,5,
7,8,4,8,14,8)

> Y<-c(3949,5535,5742,6454,4147,7162,9424,5472,4512,1946,3228,2974,
6562,4205,6889,5628,5636,9060,4797,7262,6264,3499,5744,4147,5691,
6031,1687,4004,7710,3740)

> # diagrama de dispersao:

> plot(X,Y, xlab="Tempo de estudo (anos)", ylab="Renda familiar mensal

(reais)")
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b)

<)

d)

f)

)}

r =0,886875 ! correlacao linear positiva e forte entre X e Y

> # coeficiente de correlaao linear de Pearson:
> cor(X,Y)
[1] 0.886875

P =761,3+473,1X

> # ajuste do modelo:
> ajuste<-Im(Y~X)
> ajuste

Call:
Im(formula = Y ~ X)

Coefficients:

(Intercept) X
761.3 473.1

> abline(ajuste) # tra&ca 0 modelo no gafico

b, = 761,3 reais : e a renda familiar mensal esperada (ou nedia) de uma famlia cuja
pessoa de referéncia (chefe de famlia) nao possui escolaridade (istoe, zero anos de

estudo).

bl = 473,1 reais : a cada ano de escolaridade do chefe de famlia, a renda familiar

mensal aumenta, em nedia, 473,1 reais.

R’ = 0,7789, o que indica que 77,89% da variecao da renda familiar mensale explicada

pela escolaridade do chefe de famlia.

> summary(ajuste)
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Call:
Im(formula = Y ~ X)

Residuals:
Min 1Q Median 3Q Max
-1594.3 -605.1 -112.7 497.7 1617.8

Coefficients:

Estimate Std. Error t value Pr(>Jt|)
(Intercept)  761.29 474.71 1.604 0.12
X 473.13 46.58 10.158 6.81e-11 ***

Signif. codes: 0 ™*** 0.001 ™** 0.01 * 0.05 ' 0.1 " '1

Residual standard error: 872.9 on 28 degrees of freedom
Multiple R-squared: 0.7865, Adjusted R-squared: 0.7789
F-statistic: 103.2 on 1 and 28 DF, p-value: 6.808e-11

4. A partir do ga co de resduos versus valores preditos (ou ajustados) e do resultado do teste
de comparacao de variancias (p-valor = 0,3871), nao ta evidéncias contra a homocedastici-
dade dos resduos. A partir do Q-Q plot e do resultado do teste de Shapiro-Wilk (p-valor
= 0,5564), nao ha evidéncias contra a normalidade dos resduos. Logo, 0 modelo ajustado

e adequado.

\%

# digo em R para realizar a aralise de resduos:

plot(fitted(ajuste), residuals(ajuste), xlab="Valores ajustados”, ylab="
Resduos")

abline(h=0)

# Teste de homogeneidade de variancias:

var.test(residuals(ajuste)[1:15], residuals(ajuste)[16:30])

\Y

vV V V

F test to compare two variances
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